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РЕФЕРАТ
Отчет 99 с., 13 табл., 4 рис., 94 источн., 3 прил.
ОБРАБОТКА ЕСТЕСТВЕННОГО ЯЗЫКА, ИСКУССТВЕННЫЕ НЕЙРОННЫЕ СЕТИ, МАШИННОЕ ОБУЧЕНИЕ,  СИНТАКСИЧЕСКОГО АНАЛИЗ, КОРРЕКЦИИ ПРАВОПИСАНИЯ, ИЗВЛЕЧЕНИЯ ИМЕННЫХ СУЩНОСТЕЙ, НОРМАЛИЗАЦИЯ ТЕКСТА
Объектами исследования данного проекта являются текстовые документы на казахском языке, а также современные методы и алгоритмы их обработки и анализа. Целью проекта является создание свободно распространяемых программных инструментов с открытым исходным кодом для автоматической обработки текстов на казахском языке. В данной работе используются методы машинного обучения, искусственных нейронных сетей и статистической обработки текстовых данных. 
В данной работе исследования по обработке текстов проводились по четырем направлениям – синтаксический анализатор, коррекция правописания, извлечения именных сущностей и вторичная номализация текстов на казахском языке. Был разработан синтаксический анализатор на базе искусственных нейронных сетей, который показал качество парсинга на уровне 88.62% по метрике UAS. Был разработан инструмент коррекции грамматики. Были реализованы два подхода: базовый, основанный на фонетических правилах, и усовершенствованный, основанный на обучении ансамбле деревьев решений. Была достигнута точность в диапазоне 75% – 99% (базовый) и 87% – 100% (усовершенствованный). Был разработан инструмент извлечения именных сущностей на базе искусственных нейронных сетей LSTM и CRF. Качество модели в по метике F1 составила 88%, что на сегодняшний день сравнимо с лучшими показателями для данной задачи. Был разработан инструмент вторичной нормализации текстов на базе искусственных нейронных сетей, который переводит реальные комментарии пользователей интернет в грамматически правильный текст на казахском языке. Качество перевода по метрике BLEU составило 29.74.
Все разработанные в рамках данного проекта программные модули доступны в интернете и предоставляются в виде кодов и демонстрационных веб-сервисов. Разработанные модули могут быть применены в любой области, где востребована автоматическая обработка текстов на казахском языке, например, для поиска и извлечения информации из текста, классификации документов и неструктурированных веб-данных. Значимость работы заключается в создании и предоставлении инструментов по автоматической обработке текстовых данных на казахском языке отечественным пользователям, а также в развитии области обработки естественного языка.

ТҮЙІНДЕМЕ
Есеп 99 б., 13 кесте, 4 сурет, 94 көздер, 3 қосымша
ТАБИҒИ ТІЛДІ ӨҢДЕУ, ЖАСАНДЫ НЕЙРОНДЫҚ ЖЕЛІЛЕР, МАШИНАЛЫҚ ОҚЫТУ, СИНТАКСИСТІК ТАЛДАУ, ЖАЗУДЫ ТҮЗЕТУ, НОМИНАЛДЫҚ АТАУЛАРДЫ ШЫҒАРУ, МӘТІНДІ НОРМАЛДАУ
Бұл жобаның зерттеу объектілері қазақ тіліндегі мәтіндік құжаттар, сондай-ақ оларды өңдеу мен талдаудың заманауи әдістері мен алгоритмдері болып табылады. Жобаның мақсаты - қазақ тіліндегі мәтіндерді автоматты түрде өңдеу үшін коды ашық бағдарламалар жасау. Бұл жұмыста машиналық оқыту, жасанды нейрондық желілер және мәтіндік деректерді статистикалық өңдеу әдістері қолданылады.
Бұл жұмыста мәтінді өңдеу бойынша төрт бағыт бойынша зерттеулер жүргізілді - синтаксистік талдау, орфографиялық түзету, атаулы тұлғаларды шығару және қазақ тіліндегі мәтіндердің нормалды түріне келтіру. Жасанды нейрондық желілерге негізделген талдаушы жасалды, ол UAS метрикасы бойынша 88,62% талдау сапасын көрсетті. Емлені түзету құралы жасалды. Құралда екі әдіс қолданылған: фонетикалық ережелерді қолданатын негізгі әдіс және шешім ағашы алгоритмдерінің жинағын қолданатын дамытылған әдіс. Бұл әдістер үшін келесідей дәлдік анықталды: 75% – 99% (негізгі әдіс) және 87% – 100% (дамытылған әдіс). CRF және LSTM жасанды нейрондық желілері негізінде номиналды объектілерді шығаруға арналған құрал жасалды. F1 затбелгісіндегі модельдің сапасы 0,88% -ды құрады, бұл қазіргі кезде осы тапсырма бойынша ең жақсы көрсеткіштермен салыстырылады. Интернет қолданушыларының нақты пікірлерін қазақ тіліндегі грамматикалық тұрғыдан дұрыс мәтінге айналдыратын жасанды нейрондық желілерге негізделген мәтінді қайталама қалыпқа келтіру құралы жасалды. BLEU метрикасы бойынша аударма сапасы 29,74 құрады.
Осы жоба бойынша әзірленген барлық бағдарламалық модульдер Интернетте орналастырылады және демонстрациялық веб-қызметтер түрінде беріледі. Жасалған модульдер қазақ тіліндегі мәтіндерді автоматты түрде өңдеу қажеті бар кез келген салада, мысалы, мәтіннен ақпаратты іздеуде және ажыратуда, сонымен құжаттарды өңдеуге және құрылымдық емес веб-деректерге қолдануға болады. Жұмыстың маңыздылығы отандық пайдаланушыларға қазақ тіліндегі мәтіндік деректерді автоматты өңдеуге арналған құралдарды құру және ұсыну, сондай-ақ табиғи тілдерді өңдеу саласын дамыту болып табылады.
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ПЕРЕЧЕНЬ ОБОЗНАЧЕНИЙ И СОКРАЩЕНИЯ
В настоящем отчете о НИР применяются следуюшие сокращения и обозначения.
BLEU 	– A Bilingual Evaluation Understudy
CRF 		– Conditional Random Field
FST 		– Finite State Transducer
HMM 	– Hidden Markov Model
IOB		– Inside Outside Beginning (labeling)
LID 		– Language Identification
LR 		– Language Resource
LSTM 	– Long Short-Term Memory
NB 		– Naïve Bayes
NLP 		– Natural Language Processing
NN 		– Neural Network
NUGT 	– Noisy User-generated Text
OOV		– Out of Vocabulary (words)
POS		– Part of Speech
RNN 	– Recurrent Neural Network
TSS 		– Token Sentence Segmentation
TTR 		– Type Token Ratio
UD 		– Universl Dependencies
UGC 	– User-generated Content
WNUT 	– Workshop on Noisy User-generated Text
WSJ 		– Wall Street Journal
АОТ 		– Автоматическая Обработка Текста
ВЛ 		– Вычислительная Лингвистика
КЯ 		– Казахский Язык
ОЕЯ 		– Обработка Естественного Языка
ПН 		– Первичная Нормализация
ПО	 	– Програмное Обеспечение
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Автоматическая обработка текста (АОТ) – дисциплина, занимающаяся автоматизацией (компьютерной обработкой) анализа и синтеза текста на естественном языке (т.е. языке, свойственным людям, а не, к примеру, животным или компьютерам). Сразу же внесем ясность в терминологию. В русскоязычной литературе существуют еще два термина, которые очень часто используются равнозначно АОТ, однако имеют немного иную специфику. Первый, ОЕЯ (обработка естественного языка; в англоязычной литературе, NLP, natural language processing), является обобщением, так как соответствующая дисциплина занимается анализом и синтезом не только текста, но и остальных форм языка, таких как речь и язык жестов. Второй термин, ВЛ (вычислительная лингвистика) – неточность, так как ВЛ занимается вопросами изучения природы языка вычислительными методами. В настоящем документе мы используем термины АОТ, ОЕЯ и NLP равнозначно, а термином ВЛ определяем подраздел лингвистики, использующий методы статистики, математики и, собственно, методы АОТ.
Спектр задач, которые относятся к АОТ, можно кратко охарактеризовать как «автоматизация работы с текстом». Здесь и машинный перевод, и автоматическая проверка правописания, и многое другое, включая такие элементарные навыки как письмо, чтение, и, наконец, понимание прочитанного. Несмотря на огромное (теоретически бесконечное) множество задач АОТ, все они могут быть условно поделены, на следующие три группы:
· предварительная обработка (pre-processing) – сюда входят задачи по очистке и форматированию текста, например, первичная нормализация (очистка от служебных символов, ошибок кодировки и прочих «шумов») и графематический анализ (сегментация текста на предложения, слова и прочие единицы);
· основная лингвистическая обработка (core linguistics processing) – это задачи анализа языковых свойств текста, например автоматический лексический, морфологический и синтаксический анализы;
· уровень приложения (application level) – это самая многочисленная группа, включающая как самодостаточные задачи (машинный перевод, проверка правописания и др.) так и промежуточные задачи (извлечение именных сущностей, снятие анафоры и др.)
На сегодняшний день АОТ является одной из наиболее активно развивающихся дисциплин компьютерных наук (информатики). Одними из лидирующих исследовательских групп в этих направлениях являются лаборатории Стэндфордского и Корнельского университетов, а также других университетов США, Канады и Великобритании. Для многих языков (прежде всего английского и западноевропейских языков) в изобилии доступно как коммерческое, так и свободно распространяемое ПО для решения большого количества задач АОТ, принадлежащих всем вышеперечисленным группам. К сожалению, с казахским языком (КЯ) дело обстоит иначе.
С точки зрения ВЛ и АОТ, КЯ представляет научный интерес, как агглютинативный язык Тюркской группы со сложной морфологией и относительно свободным порядком слов. Однако инструменты АОТ для данного языка и, как следствие, исследования его современными методами ВЛ немногочисленны. Это не удивительно, так как для решения практически любых задач АОТ для языков со сложной морфологией, нужны базовые инструменты, такие как морфологический анализатор и таггер (ПО, снимающее морфологическую меогозначность). Для КЯ такие инструменты существуют, но они ограничены либо доступом [1], либо сложностью использования [2, 3], либо степенью готовности («сырые», экспериментальные системы) [4]}. Кроме того, существующие системы слабо документированы. Так же дела обстоят и с другими задачами АОТ, например, с синтаксическим анализом, анализом тональности, и т.д. Таким образом, основным мотивирующим фактором реализации проекта является острая необходимость в доступных, простых в использовании, кросс-платформенных и детально документированных программных инструментов для АОТ на КЯ.
На сколько нам известно, на территории РК систематические исследования в областях ВЛ и АОТ для КЯ ведутся в основном лабораториями Евразийского (ЕНУ) и Казахского Национальных Университетов (КазНУ), Институтом информационных и вычислительных технологий, а также нашей лабораторией (ЧУ «National Laboratory Astana»). Также существуют исследовательские группы, эпизодически занимающиеся данной проблематикой в КНР [5,6], США [2], РФ [7] и Турции [1,8]. Как отечественные, так и зарубежные исследования сосредоточены в основном на морфологическом анализе [1–10] и таггинге [1, 3, 4, 11, 12], а также на создании языковых ресурсов для этих задач (электронных текстовых корпусов, размеченных на предмет морфологических признаков) [5, 6, 13]. Также существуют систематические исследования проблем машинного перевода (с/а КЯ) [12, 14–18]. Эти исследования, делятся на две группы: (1) использующие подход, основанный на грамматических правилах) [14–16], и (2) использующие статистический подход (на основе обучающих данных) [12, 17, 18]. Первые активно используют платформу Apertium [19] и разработанные в её рамках графематический и морфологический анализаторы для КЯ [2], а вторые платформу Moses [20] и графематический анализатор, обученный на данных КЯ [21]. Из перечисленных работ только две [2, 3] предоставляют полный доступ к разработанным инструментам и их исходному коду. При этом морфологический таггер [3] использует результат работы морфологического анализатора [2], который придерживается сложной схемы разметки грамматических свойств КЯ, например, берутся во внимания такие лингвистические понятия как нуль-деривация, глагол-копула, неделимые словосочетания, и т.д. На наш взгляд сложность лингвистической составляющей является основной причиной того, что данный морфологический анализатор [2], и таггер на его основе [3] не получили широкого применения, особенно практического.
Если рассматривать мировой опыт исследований в областях ВЛ и АОТ, то в первую очередь следует отметить английский язык, для которого первые инструменты АОТ стали появляться в начале 90-х годов прошлого столетия. Так в 1992 году для английского языка появились первые автоматические таггер (по частям речи) [22], и синтаксический анализатор [23]. К середине 2000-х годов, все инструменты, которые в рамках данного проекта мы планируем разработать для КЯ, для английского языка уже были созданы [24]. Сейчас они активно модернизируются и используются для создания более сложных интеллектуальных систем. Одними из лидирующих исследовательских групп в этих направлениях являются лаборатории Стэндфордского и Корнельского университетов, а также других университетов США, Канады и Великобритании. Схожий путь, но гораздо быстрее (с учетом опыта английского языка), был пройден для языков Западной Европы, китайского и (частично) Русского [25] и Турецкого [26] языков. Мы искренне верим в то, что исследования в областях ВЛ и АОТ для КЯ могут и должны двигаться в том же направлении, и одним из первых шагов к этой цели станет реализация данного проекта.
Целью проекта является создание свободно распространяемых программных инструментов с открытым исходным кодом для автоматической обработки текстов на казахском языке. В рамках проекта планировалась разработка следующих инструментов:
· модуль первичной нормализации текста;
· графематический анализатор;
· модуль определения языка;
· морфологический анализатор;
· морфологический таггер;
· синтаксический анализатор;
· модуль проверки и коррекции правописания;
· модуль извлечения именных сущностей;
· модуль вторичной нормализации текста.
За текущий отчетный период, согласно календарному плану на 2020 год (см. Приложение А), разработаны следующие программные инструменты:
- синтаксический анализатор на базе искусственных нейронных сетей;
- модуль коррекции правописания (грамматики);
- модуль извлечения именных сущностей на базе искусственных нейронных сетей;
- модуль вторичной нормализации текста на базе искусственных нейронных сетей.
Все перечисленные программные инструменты были разработаны в полной мере, а исходные коды и документация размещены в открытом доступе в Интернет на условиях лицензии Creative Commons Attribution 4.0 [27], которая позволяет использовать продукт в любых целях, в том числе коммерческих.
Результаты работ за предыдущие годы заинтересованный читатель может найти в наших предыдущих отчетах. За 2018 год был представлен отчет о научно-исследовательской работе с инвентарным номером 0218РК00199, а за 2019 год был представлен отчет о научно-исследовательской работе с инвентарным номером 0219РК00217.


[bookmark: _Toc463429210][bookmark: _Toc494730438][bookmark: _Toc54713405]1 Разработка синтаксического анализатора на базе искусственных  нейронных сетей
[bookmark: _Toc54713406]1.1 Задача
Синтаксический анализ – это задача распознавания предложения и определения его синтаксической структуры. Слово «синтаксис» происходит от греческого syntaxis, что означает «устанавливать вместе или расположение» и означает способ соотношения слов между собой. На практике данные соотношения между словами выражаются в виде деревьев синтаксического разбора (syntax parse trees), которые содержат независимые лингвистические единицы (слова или фразы) и прямые зависимости между ними, по аналогии «предок-потомок». В литературе существуют два основных класса подходов построения деревьев разбора. Первый подход, основан на формализации грамматики языка путем выработки синтаксических правил, а второй подход основан на выявлении грамматических связей непосредственно между словами. На рисунке 1.1 показан пример разбора предложения двумя разными способами. В данной работе мы используем второй подход, т.к. он лучше подходит для языков со свободным порядком слов в предложении, а также потому, что формализация и выработка синтаксических правил для казахского языка не представляется возможным в рамках сроков и ресурсов данного проекта.

[image: ]
Рисунок 1.1 – Пример разбора предложения на английском языке двумя разными способами

Деревья разбора (зависимостей) непосредственно применяются в таких приложениях, как проверка грамматики в системах обработки текстов: предложение, которое не может быть проанализировано, может иметь грамматическую ошибку (или, по крайней мере, трудно читаемо). Однако, как правило, деревья разбора служат важным промежуточным этапом представления данных для семантического анализа и, таким образом, играют важную роль в таких приложениях, как диалоговые системы и системы извлечения информации. Например, чтобы ответить на вопрос «Какие книги были написаны британскими писательницами до 1800 года?», нам нужно знать, что субъектом предложения является «какие книги» и что дополнением является «британские писательницы», чтобы помочь нам выяснить, что пользователь хочет список книг, а не список авторов [28].
Основной сложностью при синтаксическом разборе предложения являются структурные неоднозначности. Двуми распространенными типами структурных неоднозначностей являются неоднозначность присоединения, когда лингвистическая единица может соотноситься к разным «предкам», и координационная неоднозначность, когда разные группы лингвистических единиц могут быть объединены посредством союзов. Хотя человек в большинстве случаев способен устранять эти неоднозначности без особого труда, то при автоматической обработке компьютерам данная задача может оказаться не по силам. 
Далее мы опишем результаты работ по разработке синтаксического анализатора на базе искуственных нейронных сетей.

[bookmark: _Toc54713407]1.2 Существующие методы
[bookmark: _Toc54713408]1.2.1 Методы на основе графов 
Дерево зависимостей является частным задач поиска по ориетированным графам, в частности поиска лучшего остовного дерева. Наиболее распространенными алгоритмами поиска дерева зависимости являются алгоритмы с использованием факторизации дуг и связаны с параметризацией весов ребер. Главный недостатком этих методов является то, что для непроективных деревьев худший сценарий для большинства методов является сложностью O(n3) [29]. Однако для непроективного разбора алгоритм Чу-Лю-Эдмонда имеет сложность O(n2). Наиболее распространенный инструмент, реализующий этот алоритм – это MST-парсер [30].
[bookmark: _Toc54713409]1.2.2 Методы на основе переходов 
Синтаксический анализ на основе переходов создает структуру зависимостей, параметризованную для переходов, используется для создания дерева зависимостей. Это тесно связано с алгоритмами сдвига-сокращения в методах на основе правил. Из-за понятия выбора переходов в абстрактной машине, такие алгоритмы, как правило, жадные. Преимущество этого состоит в том, что алгоритмы имеют линейную сложность по времени. Тем не менее, из-за жадных алгоритмов, более длинные дуги могут вызвать распространение ошибок в разборе по каждому переходу [31]. Стандартным инструментом для алгоритмов, основанных на переходах, является Malt-парсер [32], который зарекомендовал себя одним из самых эффективных систем.
[bookmark: _Toc54713410]1.2.3 Методы на основе нейронных сетей
Глубокие нейронные сети показали высокие результаты во многих областях таких, как POS-теггинг, распознавание именованных сущностей или машинный перевод. Волна парсеров нейронной сети была начата недавно Ченом и Мэннингом [33], которые представили быстрый и точный парсер на основе переходов. Затем последовали многие другие модели синтаксического анализатора, в которых использовались различные методы такие, как LSTM сети [34], подходы на основе BiLSTM с биаффиновыми классификаторами [35], глобальная нормализация [36] или рекуррентные грамматики нейронной сети [37].

[bookmark: _Toc54713411]1.3 Описание метода
В нашей работе мы используем модель искусственной нейронной сети на основе BiLSTM с биаффиновыми классификаторами, предложенную в [35]. Система, использующая данную модель [38], показала наиболее высокую производительность среди прочих систем в конкурсе CoNLL 2018 UD Shared Task, в котором необходимо было разработать синтаксический парсер для более 50 языков.  Здесь стоит отметить, что в действительности данную модель можно отнести к нейро-графовым методам, которые, по сути, основаны на графовых методах, но используют нейронные сети для оценки весов ребер или иной классификации.
Как известно, методы на основе графов, при заданном предложении, осуществляют поиск в пространстве возможных деревьев разбора, которые максимизируют некоторую оценку. Эти методы кодируют пространство поиска в виде ориентированных графов. Более формально, имея предложение S, мы ищем наилучшее дерево разбора (зависимостей) T* в GS, пространство всех возможных деревьев для этого предложения – полный граф, которое максимизирует некоторую оценку:

                                                   (1.1)

где общая оценка дерева вычисляется как сумма весов ее ребер:

                                                    (1.2)

На основе изложенного задача синтаксического анализа сводится к решению следующих подзадач:
- присвоение весов деревьям в GS
- поиск максимального остовного дерева.
В этом подходе, предложенная модель на основе искусственных нейронных сетей выполняет задачу присвоения весов ребрам и оценки суммарного веса каждого дерева разбора. Более детально данную нейронную сеть можно представить, как показано на рисунке 1.2.
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Рисунок 1.2 – Архитектура нейронной сети
Здесь, в качестве входа сети используются вложения слов (word embeddings), т.е. каждое слово представляется в виде численного вектора фиксированной размерности . В свою очередь, этот вектор преобразуется в новый вектор  с помощью двунаправленной рекуррентной сети BiLSTM. Далее вектор  подвергается серии преобразований:

  		    			(1.3)

					(1.4)

				(1.5)

Как и в случае с другими моделям на основе графов, предсказанное дерево во время обучения – это дерево, в котором каждое слово зависит от его предка (head) с наивысшей оценкой. Во время тестирования делается проверка, что синтаксический анализ представляет собой правильно сформированное дерево с помощью алгоритма MST [29, 30].

[bookmark: _Toc54713412]1.4 Эксперименты и результаты
[bookmark: _Toc54713413]1.4.1 Данные 
Для создания систем автоматической обработки текста используют специальные текстовые базы данных или корпусы, которые могут содержать различные виды лингвистической информации и метаданных, предназначенных на решение той или иной задачи. Поскольку нами решается задача разработки синтаксического анализатора, то в качестве данных мы использовали, расширенный нами корпус [39, 40], который содержит необходимую морфологическую и синтаксическую информацию и входит в состав международного проекта Universal Dependency. Статистика по расширенному корпусу приведена в таблице 1.1. Отметим также, что для создания математических моделей все данные были случайным образом разделены на обучающую и тестовую выборки в пропорции 80:20. 
Таблица 1.1 – Статистика корпуса
	Показатель
	Расширенный
	Базовый

	Количество предложений  
	61111
	1078

	Количество синтаксических связей
	47
	47

	Количество слов
	934731
	10536

	Количество частей речи
	17
	17

	Количество пар типа Category=value 
	31
	31



Данные в корпусе UD_Kazakh-KTB соответствуют формату CoNLL-U и кодируются в виде текстовых файлов UTF-8. Предложения состоят из одной или нескольких строк слов, а строки слов содержат следующие поля:
ID: индекс слова, целое число, начинающееся с 1 для каждого нового предложения; 
FORM: словоформа или символ пунктуации;
LEMMA: лемма или основа словоформы;
UPOS: часть речи, в соответствии с универсальной системой.
XPOS: часть речи, специфичная тому или иному языку;
FEATS: Список морфологических признаков из универсального перечня признаков или из определенного языкового расширения;
HEAD: «предок» текущего слова, которое является либо значением ID, либо нулем (0).
DEPREL: универсальное отношение зависимости к HEAD (root, если HEAD = 0) или определенный подтип для конкретного языка.
DEPS: улучшенный граф зависимостей в виде списка пар HEAD- DEPREL.
MISC: любая другая аннотация.
Пример, одного предложения и его аннотации, содержащиеся в корпусе UD_Kazakh-KTB:
# text = ІТ-саласындағы ілгерілеу жолдары талқыланды
1       ІТ-саласындағы  іт-саласындағы  ADJ     ADJ     _       2       amod    _       _
2       ілгерілеу       ілгеріле        VERB    VERB    vbType=Ger      3      acl-poss     _       _
3       жолдары жол     NOUN    NOUN    Number=Pl|Poss=3        4       nsubj   _       _
4       талқыланды      талқыла VERB    VERB    Person=3|vbTense=Pst|vbVcPass=True      0       root    _       _
Дополнительно, в качестве вложений слов, необходимых для обучения нейронной сети, мы использовали корпус от Facebook предварительно обученных векторов слов для 157 языков, обученные в Common Crawl и Википедии с использованием fastText [41]. Эти модели были обучены с использованием CBOW с позиционными весами в размерности 300, с символьными n-граммами длиной 5, окном размера 5 и 10 негативами. 
[bookmark: _Toc54713414]1.4.2 Метрика
В качестве метрики для оценки качества алгоритмов автоматического построения деревьев разбора (парсер зависимостей) используются две стандартные метрики – оценка помеченных вложений (LAS) и оценка непомеченных вложений (UAS) [42]. UAS изучает структуру дерева зависимостей и оценивает правильность вывода связи/дуги «предок» и «потомок». В дополнение к оценке структуры в UAS, LAS также измеряет точность меток зависимостей на каждой дуге. Третий, но менее распространенный показатель используется для оценки процента предложений, которые являются абсолютно правильными в отношении их оценки LAS. Эту метрику лучше использовать, чтобы оценить, как парсер зависимостей повлияет на другие инструменты NLP, которые используют результаты работы парсера зависимостей [43]. В нашей работе мы будем использовать метрику UAS, т.к. мы фокусируемся только на синтаксической структуре предложений.
[bookmark: _Toc54713415]1.4.3 Эксперименты
Нами была разработана система автоматического синтакситеского анализа казахских текстов на базе описанной выше модели нейронной сети c использованием пакета Stanza [44]. Далее нами были проведены предварительные эксперименты, в которых мы сравнили ранее разработанный нами статистический парсер на основе графов, стандартный парсер UDPipe 2.0 [45], а также сравнили различные модели на основе пакета Stanza, включая базовую и переобученную системы [38], нашу систему. Различие двух систем [38] заключается в том, что в качестве вложения слов базовая система использует fastText, а переобученная – Facebook. Результаты работ этих парсеров показаны в таблице 1.2 (в скобках можно видеть какие именно признаки были учтены в модели).
Как видно из таблицы 1.2 наибольшая точность была получена при использовании наших данных и векторов Facebook. Это довольно закономерный результат для моделей на основе нейронных сетей, которые показывают лучшую точность при большем объеме данных. Также наша система превзошла результат популярного пакета UDPipe, что также очень примечательно.


Таблица 1.2 – Результаты экспериментов 
	Система
	UAS

	Статистический парсер на основе графа (части речи 
                  + морфологические признаки потомка
                  + расстояние между предком и потомком)
	61.08

	UDPipe 2.0 
	87.90

	Базовая система [38] (базовая версия UD_Kazakh-KTB+fastText)
	44.33

	Переобученная [38] (базовая версия UD_Kazakh-KTB + Facebook)
	70.70

	Наша система (расширенная версия  UD_Kazakh-KTB + Facebook)
	88.62



[bookmark: _Toc54713416]1.5 Краткие выводы
В данной работе мы обучили синтаксический анализатор на основе искусственных нейронных сетей, реализованных в пакете Stanza. Для обучения модели нами был использован собственный корпус с синтаксической разметкой. Кроме того, мы использовали текстовый корпус Facebook для создания векторного представления слов. В результате обучения было получено высокое качество модели, превышающее качество популярного инструмента UDPipe, а также исходную базовую систему в Stanza.


[bookmark: _Toc54713417]2 Разработка модуля коррекции правописания (грамматики)
[bookmark: _Toc54713418]2.1 Задача
[bookmark: _Hlk54013496]Задача коррекции грамматики заключается в поиске слов или словосочетаний, отвечающих нормам орфографии, но нарушающих различные аспекты грамматики языка. Например, предложение «Гости разошёлся» не согласовано и нарушает синтаксис русского языка, хотя каждое слово взятое само по себе не содержит орфографических ошибок. Также, могут нарушаться лексические (неверное использование слов, например, «тарелка лежит на столе») и фонетические (нарушение звукосочетаний, например, каз. «келдің ба?») нормы.
Задача коррекции грамматики наиболее актуальна для языков с большим количеством говорящих, для которых этот язык не является родным. Так, одни из первых работ на проверку корректности использования артиклей и предлогов в английском появились ещё с середины 90-х годов прошлого века [46–48] и были мотивированы необходимостью пост-редактирования документов, написанных не носителями или полученных машинным переводом. Эти и прочие ранние работы, как правило, разделяли аспекты грамматических ошибок, например, ошибки выбора артиклей и ошибки выбора предлогов рассматривались отдельно как под-задачи. Такой подход не требовал большого объема данных для построения моделей, так как опирался в основном либо на проверку нарушения текстом ограниченного набора правил, либо на обучение статистических моделей с небольшим количеством параметров. В дальнейшем, аннотация ошибок [49–51] в больших коллекциях письменных работ студентов, изучающих английский язык, дала возможность применять модели шумного канала [52–54] и кодирования-декодирования [55, 56], применяемые в статистическом и нейронном машинном переводе, соответственно. Отличительной чертой этих моделей является их универсальность, так как достаточно обучить одну модель для коррекции ошибок по всем аспектам грамматики, размеченным в обучающей выборке.
Для казахского языка проблема коррекции письменных работ за авторством не носителей языка имеет гораздо более скромные масштабы, чем для английского, в силу небольшого количества людей, учащих язык вне пределов школьного курса. Поэтому, как самостоятельная задача, сбор и разметка достаточно большого корпуса «естественных» ошибок[footnoteRef:1] не носителей не имеет особого смысла. Это, в свою очередь, ограничивает применение передовых подходов к задаче, основанных на применении методов машинного перевода, требующих наличие такого корпуса. С другой стороны, для казахского языка актуальна проблема редактирования перевода (как машинного, так и человеческого). Не секрет, что большое количество документов и новостных релизов на казахском языке являются переводами с русского. Не редко, такие переводы делаются «по шаблонам», когда в схожих документах меняются только отдельные части, а остальные копируются. Это нередко приводит к возникновению ошибок, например, если в предложении «Жиналысқа фирма жетекшісінің орынбасары да қатысты» («В заседании также участвовал заместитель руководителя фирмы») заменить «заместителя руководителя» на «руководителя», не меняя остальной текст, получим предложение «Жиналысқа фирма жетекшісі да қатысты», в котором частица «да» теперь нарушает фонетические правила языка. В измененном предложении слово, стоящее перед частицей «да», заканчивается на гласный переднего ряда «і», что требует использования соответствующей мягкой формы «де». Всего таких фонетически зависимых частиц и союзов в казахском языке насчитывается 20 штук и они сгруппированы следующим образом: вопросительные частицы «ба, бе, ма, ме, па, пе»; союзы «бен(ен), мен(ен), пен(ен)»; частицы-союзы «да, де, та, те»; частицы «ғана, қана»; частицы «ғой, қой». Ошибки, связанные с неверным использованием данных конструкций, оказались довольно частыми. Так в процессе подготовки экспериментальных данных на выборке из 96200 новостных статей, собранных из 15 вебсайтов, нами было обнаружено 1838 подобных ошибок (около одной ошибки на 52 статьи). Подробная статистика по собранным ошибкам дана в таблице 2.1. [1:  Например, характерные для носителей русского дословные переводы, нарушающие синтаксис казахского, такие как «кімдікі кітап?» (вместо «кімнің кітабы?» – «чья книга?»), «екі кітаптар» (вместо «екі кітап» – «две книги»), и т.д.] 

Таблица 2.1 – Статистика по выявленным грамматическим ошибкам
	Союз/частица
	Кол-во ошибок
	% от общего
	Пример ошибки

	«бен(ен), мен(ен), пен(ен)»
	1280
	69.6
	«қоры пен»

	«ба, бе, ма, ме, па, пе»
	200
	10.9
	«кедей ма»

	«да, де, та, те»
	185
	10.0
	«өзге да»

	«ғана, қана»
	172
	9.4
	«спорт ғана»

	«ғой, қой»
	1
	0.1
	«керек ғой»

	Итого
	1838
	–
	–



Разработанный нами модуль коррекции грамматики автоматически находит случаи неправильного использование фонетически зависимых союзов и частиц[footnoteRef:2] и предлагает возможную замену. Мы используем два подхода. Базовый подход основан на применении фонетических правил казахского языка, компактно сформулированных в виде регулярных выражений. Усовершенствованный подход основан на обучении ансамбля деревьев решений (Random Forrest [57]) с использованием результата применения упомянутых правил в качестве одного из признаков. [2:  Как видно из таблицы 2.1, была обнаружена лишь одна ошибка с использованием частиц «ғой, қой», что крайне мало, как для оценки, так и для обучения нашей модели. Поэтому эти частицы в дальнейшем нами не рассматриваются.] 

[bookmark: _Toc54713419]2.2 Существующие решения
Ранние подходы к решению задачи коррекции грамматики основывались на применении алгоритмов машинного обучения к коррекции конкретных типов ошибок, например, неверно используемых артиклей и/или предлогов. Успех таких методов во многом зависел от используемого набора признаков. Так, Найт и Чандер [46] использовали бинарный вектор для кодирования до 30000 лексических признаков (например, таких как «перед артиклем находится слово «triple»), автоматически извлеченных из более чем 400 тысяч именных групп. Обученный на этих данных алгоритм дерева решений, достиг 81% точности определения артикля. Для той же задачи Хан и Ликок [47] использовали классификатор макс-энтропии (мульти-номинальная логистическая регрессия). В качестве признаков авторы используют различные комбинации словоформ и частей речи именной группы, достигнув 83% точности для лучшей комбинации признаков. В схожей работе Фелис и Пулман [48] используя тот же алгоритм машинного обучения, но более широкий набор признаков достигли точности 92% в коррекции артиклей и 70% точности в коррекции предлогов.
С появлением больших корпусов, размеченных на предмет грамматических ошибок [49–51], к задаче коррекции грамматики стал активно применятся подход, основанный на машинном переводе. Суть такого подхода состоит в том, что модель учится «переводить» предложения с ошибками в предложения без ошибок. При этом отпадает необходимость подбирать признаки и обучать разные модели для разных типов ошибок, как это делается в вышеописанных подходах, основанных на классификации. Первые работы в этом направлении осуществлялись в парадигме статистического машинного перевода [58] с использованием модели перевода, языковой модели и декодера в качестве составных частей системы. При этом улучшение работы одной или нескольких составных частей потенциально улучшает работу всей системы. Так Дальмайер и Ын [52] усовершенствовали декодер, оснастив его дополнительными обучаемыми весами для наиболее распространенных типов ошибок: артиклей и предлогов. Это позволило поднять F-метрику данной модели на 14% относительно стандартной модели. В другой работе авторы системы коррекции грамматики AMU [53] улучшили все компоненты системы, снабдив модель перевода и языковую модель дополнительными данными, и сделав процесс настройки весов более подходящим для задачи коррекции грамматики, нежели для перевода. В результате абсолютный прирост в F-метрике по отношению к стандартной модели составил почти 10 % (с 25.4% до 35%).

[bookmark: _Toc54713420]2.3 Описание метода
Выбор подходящей фонетически зависимой частицы/союза в казахском языке зависит от фонетических свойств последнего слога. Разберем эту зависимость на примере пары вопросительных частиц «ма, ме». Если последний слог предыдущего слова заканчивается на гласный из множества{аоұыэяу}, то используется «ма». Эта же частица используется, если слог содержит гласный из этого же множества, но кончается на согласный из множества {йлрую}. Частица «ме» используется точно также, но с гласным из множества {әөүіеёию}. Таким образом, гласный звук в частице определяется гласным слога предыдущего слова, а согласный согласным. Такого рода правила, можно записывать в виде регулярных выражений и проверять предыдущее слово на предмет совпадения с таким выражением. Например, в яыке Python, регулярное выражение для «ма», можно представить как «[аоұыэя][ую]*$|[аоұыэяу][^аоұыэяуәөүіеёию]*[йлрую]$|^[^аоұыэяуәөүіеёию]*[йлрую]$». При применении такого выражения к словам «бұқа», «бай» и «ҚР», оно совпадет с подстроками «а», «ай», «ҚР» соответственно. Это означает, что после этих слов может использоваться «ма». Однако, в слове «кеме», это выражение не совпадет ни с одной подстрокой, т.е. «ма» после данного слова использовать нельзя.
В таблице 2.2 перечислены используемые нами фонетические правила и соответствующие регулярные выражения; здесь для компактности некоторые множества звуков обозначены следующим образом: C1 = {йлмнңр}, C2 = {бвгғдкқпстфхцчшщ}, V0 = {аоұыэяәөүіеёи}, V1 = {аоұыэяу}, V2 = {әөүіеёию}.
[bookmark: _Toc54713421]2.3.1 Базовый подход
В базовом подходе мы полагаемся исключительно на регулярные выражения. Алгоритм здесь предельно прост – если текущий токен (слово-численная строка или одиночный символ, не являющийся ни буквой, ни цифрой) входного текста является одной из частиц/союзов, соответствующее регулярное выражение применяется к предыдущей слово-численной строке (пунктуация и прочие символы пропускаются). В случае успеха, считается, что частица/союз использованы верно. В случае неудачи фиксируется ошибка.
Недостатком данного подхода является невозможность обработки исключений. Например, в случае имен собственных, таких как «Тур де Франс» или «Хусейн бен Талал», данный метод засчитает ошибку. Так как в приведенных примерах слова «де» и «бен» не являются частицами/союзами казахского языка, а лишь совпадают с ними по форме, они должны быть проигнорированы. Другим исключением являются числа, например, в предложении «17 ғана қалды» частица «ғана» использована верно, но базовым подходом будет засчитана ошибочной.
[bookmark: _Toc54713422]2.3.2 Усовершенствованный подход
Чтобы устранить недостатки базового подхода, мы используем алгоритм машинного обучения Random Forrest [57], реализованный в библиотеке scikit-learn [59] для языка Python. Для классификации мы используем следующие пять признаков:
· кончается ли предыдущее слово мягким/твердым знаком, точкой (сокращение) или буквой латинского алфавита;
· регистр букв предыдущего слова: все заглавные, первая заглавная, все прописные;
· совпадает ли регулярное выражение с концом предыдущего слова;
· есть ли слово-численные символы между предыдущим словом и частицей;
· регистр букв следующего слова: все заглавные, первая заглавная, все прописные, не содержит букв (число, символ).
Дополнительно, если предыдущее слово является числом в знаковой записи, перед извлечением признаков мы «записываем его прописью», т.е. в примере «17 ғана қалды» признаки извлекаются из слова «жеті», так как оно будет предыдущим по отношению к «ғана».
Таблица 2.2 – Правила использования фонетически зависимых частиц/союзов
	Союз/
частица
	Согласный
	Гласный
	Регулярное выражение

	бен(ен)
	{жз}
	V0
	[V0][^V0ую]*[жз]$|^[^V0]*[жз]$

	мен(ен)
	C1
	V0
	[V0][ую]*$|[V0][^V0ую]*[C1ую]$|^[^V0ую]*[C1ую]$

	пен(ен)
	C2
	V0
	[V0][^V0ую]*[C2]$|^[^V0]*[C2]$

	ба
	{жзмнң}
	V1
	[V1][^V0ую]*[жзмнң]$|^[^V0ую]*[жзмнң]$

	бе
	{жзмнң}
	V2
	[V2][^V0ую]*[жзмнң]$|^[^V0ую]*[жзмнң]$

	ма
	{йлрую}
	V1
	[V1][ую]*$|[V1][^V0ую]*[йлрую]$|^[^V0ую]*[йлрую]$

	ме
	{йлрую}
	V2
	[V2][ую]*$|[V2][^V0ую]*[йлрую]$|^[^V0ую]*[йлрую]$

	па
	C2
	V1
	[V1][^V0ую]*[C2]$|^[^V0ую]*[C2]$

	пе
	C2
	V2
	[V2][^V0ую]*[C2]$|^[^V0ую]*[C2]$

	да
	{C1жзую}
	V1
	[V1][ую]*$|[V1][^V0ую]*[C1жзую]$|^[^V0ую]*[C1жзую]$

	де
	{C1жзую}
	V2
	[V2][ую]*$|[V2][^V0ую]*[C1жзую]$|^[^V0ую]*[C1жзую]$

	та
	C2
	V1
	[V1][^V0ую]*[C2]$|^[^V0ую]*[C2]$

	те
	C2
	V2
	[V2][^V0ую]*[C2]$|^[^V0ую]*[C2]$

	ғана
	{C1жзую}
	V0
	[V0][ую]*$|[V0][^V0ую]*[C1жзую]$|^[^V0ую]*[C1жзую]$

	қана
	C2
	V0
	[V0][^V0ую]*[C2]$|^[^V0ую]*[C2]$



[bookmark: _Toc54713423]2.4 Эксперименты и результаты
[bookmark: _Toc54713424]2.4.1 Сбор и подготовка данных
В качестве источника данных нами была использована выборка из 96200 новостных статей, собранных из 15 вебсайтов. Каждое вхождение любого из исследуемых нами союза/частицы (вместе с пятью словами/символами/цифрами слева и справа) сохранялось в набор данных соответствующей группы союзов частиц, например вхождение частицы «ба» сохранялась в набор «ба, бе, ма, ме, па, пе». После этого были удалены повторы и базовым подходом (метод на основе правил) каждый союз/частица проверялись на фонетическую согласованность как описано в предыдущем подразделе. Все случаи, отмеченные как ошибка, были нами перепроверены и размечены как правильные в случае неточности метода. Таким образом достоверно были определены негативные и позитивные обучающие примеры для каждой группы союзов частиц. Так как позитивных обучающих примеров (когда всё согласовано) в каждом наборе данных оказалось гораздо больше, мы уменьшили их количество случайным образом отобрав и удалив столько позитивных обучающих примеров, чтобы итоговый процент негативных примеров составлял 25%. Подробная статистика по итоговым наборам данных приведена в таблице 2.3.
Таблица 2.3 – Наборы данных
	Союз/частица
	Обучающие примеры

	
	Позитивные
	Негативные
	Всего

	«бен(ен), мен(ен), пен(ен)»
	3279
	1093
	4372

	«ба, бе, ма, ме, па, пе»
	584
	196
	780

	«да, де, та, те»
	486
	162
	648

	«ғана, қана»
	438
	146
	584



[bookmark: _Toc54713425]2.4.2 Эксперименты
Мы применяем оба, разработанных нами подхода, к каждому набору данных союзов частиц по отдельности. Иными словами, для каждого подхода выполняется четыре эксперимента. Для усовершенствованного подхода выполняется десятикратная перекрестная проверка (10-fold cross validation), когда набор данных случайным образом делится на десять частей, девять из которых используются для обучения, а одна для оценки. Оценка проводится для каждой из дести частей с усреднением итогового результата.
[bookmark: _Hlk54022126]В качестве оценочных метрик мы используем: чувствительность к ошибке (error precision, P) – процент примеров, верно определенных как ошибка; покрытие ошибок (error recall, R) – процент верно определенных ошибок; F-метрика ошибки (error F-score) – среднее гармоническое от P и R; общая точность – процент верно распознанных примеров (как позитивных, так и негативных).
[bookmark: _Toc54713426]2.4.3 Результаты
Таблица 2.4 содержит результаты оценки базового метода. Как видно из таблицы наилучшие результаты со значениями 98-99% по всем метрикам данный метод достигает при коррекции частиц «ба, бе, ма, ме, па, пе». Также, довольно высокая точность в 96.7% достигается при коррекции частиц «ғана, қана», но при этом чувствительность к ошибкам более низкая и составляет 89.4%, т.е., примерно, в одном случае из десяти данный метод ошибочно оценивает правильно употреблённую частицу неправильной. Этот показатель оказывается ещё ниже для союзов «бен(ен), мен(ен), пен(ен)» и частиц «да, де, та, те» – а 49.9% и 49.4% соответственно. Это происходит по причине, которая уже неоднократно упоминалась, когда части имен собственных, таких как «Тур де Франс» и «Хусейн бен Талал» принимаются за некорректно употребленный союз/частицу.
Таблица 2.4 – Результаты оценки базового подхода
	Союз/частица
	Чувствительность
к ошибке, %
	Покрытие
ошибки, %
	F1
ошибки, %
	Общая
точность, %

	«бен(ен), мен(ен), пен(ен)»
	49.9
	100.0
	66.6
	74.9

	«ба, бе, ма, ме, па, пе»
	98.0
	99.0
	98.5
	99.2

	«да, де, та, те»
	49.4
	100.0
	66.1
	74.4

	«ғана, қана»
	89.4
	98.6
	93.8
	96.7



Именно для распознания таких случаев в обучаемую модель нашего усовершенствованного подхода мы включили признаки, кодирующие регистр букв предыдущего и последующего слов. Результаты работы обучаемого метода показаны в таблице 2.5.
Таблица 2.5 – Результаты оценки усовершенствованного подхода
	Союз/частица
	Чувствительность
к ошибке, %
	Покрытие
ошибки, %
	F1
ошибки, %
	Общая
точность, %

	«бен(ен), мен(ен), пен(ен)»
	89.9
	97.5
	92.6
	90.6

	«ба, бе, ма, ме, па, пе»
	99.5
	100.0
	99.8
	99.9

	«да, де, та, те»
	92.0
	54.4
	67.9
	87.2

	«ғана, қана»
	100.0
	100.0
	100.0
	100.0



Для начала отметим, что, глядя на результаты, можно сказать, что данный подход оправдал своё название и усовершенствовал базовый подход, улучшив показатели последнего по всем метрикам во всех категориях союзов/частиц, за исключением покрытия ошибок в категорий «бен(ен), мен(ен), пен(ен)» и «да, де, та, те». Тем не менее, даже отличные показатели базового подхода для частиц «ба, бе, ма, ме, па, пе», были улучшены в среднем на 1%, а для частиц «ғана, қана» вообще был достигнут идеальный результат по всем метрикам. Однако наибольший интерес вызывают результаты, достигнутые при работе с «проблемными» союзами/частицами. Действительно при коррекции союзов «бен(ен), мен(ен), пен(ен)» и частиц «да, де, та, те», с которыми у базового метода были большие трудности, усовершенствованный метод достигает приемлемые показатели чувствительности (89.9% и 92.0%, соответственно), а также обеспечивает прирост общей точности на 15.5% и 12.8% (в абсолютном выражении). Тем не менее, с покрытием ошибок для частиц «да, де, та, те» дела обстоят хуже, так как, только чуть больше половины (54.4%) случаев некорректного использования данных частиц, распознаны данным методом как ошибки. Данный факт, может свидетельствовать о том, что признак, проверяющий соблюдение фонетических правил, является самым сильным предиктором ошибочного использования частиц, а добавленные нами в усовершенствованную модель дополнительные контекстные признаки, такие как регистр букв соседних слов, являются сдерживающими факторами, обеспечивающими высокую чувствительность. К сожалению, во многих задачах машинного обучения – низкое покрытие – это, как правило, та цена, которую приходится платить за высокую чувствительность. Заметим, также, что тривиальным способом обеспечения 100% покрытия для любого значения зависимой переменной является присвоение этого значения всем примерам из контрольной выборки. Иначе говоря, если бы мы хотели обеспечить идеальное покрытие ошибок, мы могли бы не прибегать ни к методам машинного обучения, ни к проверкам правил, а просто считать все союзы/частицы в наших данных некорректными.

[bookmark: _Toc54713427]2.5 Краткие выводы
Нами был разработан модуль коррекции грамматики казахского языка. Задача коррекции грамматики была поставлена как проверка конструкций языка, на соответствие фонетическим правилам. В частности, нами были рассмотрены четыре группы фонетически зависимых союзов частиц: вопросительные частицы «ба, бе, ма, ме, па, пе»; союзы «бен(ен), мен(ен), пен(ен)»; частицы-союзы «да, де, та, те»; частицы «ғана, қана».
Для решения задачи были реализованы два подхода. Базовый подход основан на применении фонетических правил казахского языка,  а усовершенствованный подход основан на обучении ансамбля деревьев решений с использованием результата работы базового подхода в качестве одного из признаков. Результаты экспериментов показали, что данные подходы дополняют друг друга. Хотя базовый подход находит от 98% до 100% ошибок (высокое покрытие), он вместе с тем считает ошибочными более половины всех корректных случаев. Усовершенствованный подход, наоборот, может пропустить до 45% ошибок, но считает ошибочными не более 10% правильных вариантов. В разрезе общей точности – 75% – 99% (базовый) и 87% – 100% (усовершенствованный).

[bookmark: _Toc54713428]3 Разработка модуля извлечения именных сущностей на базе искусственных нейронных сетей
[bookmark: _Toc54713429]3.1 Задача
За последнее десятилетие огромный прогресс был достигнут в области обработки естественного языка с появлением подходов машинного обучения и доступности вычислительных ресурсов для хранения и обработки огромного количества данных. Если большинство неструктурированных текстовых данных, доступных не только из традиционных средств массовой информации, но и из социальных сетей, можно структурировать, это дал бы возможность получить богатые знания из собранных данных. Извлечение именованных объектов составляет основную задачу для предоставления важной информации из полуструктурированных и неструктурированных текстовых источников.
В этой работе будет представлено одно из известных решений задачи распознавания именованных объектов для казахского языка с применением условных случайных полей (CRF). А также мы использовали гибридный подход, сочетающий двунаправленную модель LSTM и модель CRF. Гибридный подход применялся на векторном представление слов. 
Для проведения экспериментов был построен корпус с местонахождением, организацией, именами и другие. Такая задача обусловлена целями проекта по разработке инструментов обработки текста на казахском языке, частью которого является настоящая работа. В нашем подходе мало новизны, но это не было целью. Цель состоит в том, чтобы поэкспериментировать с методами, основанными на статистическом и гибрилном подходах, и проверить как они справляются с агглютинативным казахским языком.

[bookmark: _Toc54713430]3.2 Существующие решения
История задачи NER начинается с Sixth Conference on Message Understanding (MUC-6) в 1996 году [60], где задачи были сосредоточены на извлечении информации. В процессе постановки целей это выглядело как отдельная задача при извлечении объектов из документов. Чтобы определить объект, был введен термин «именованная сущность», и задача была названа как распознавание именованной сущности. Предыдущее исследование по извлечению информации из неструктурированных текстов проводилось с целью определения значимости «единиц информации», таких как имена людей, организаций, местоположений и числовые выражения, такие как время, дата, деньги и процентные выражения.
Существует большое количество исследований, проведенных по NER для многих других языков. Для тщательного обзора работ по NER читателю рекомендуется обратиться к недавнему обзору [61].
Этот раздел ограничен кратким обзором исследований по NER для казахского языка [62, 63]. В предыдущей работе авторы утверждают, что их модель на основе CRF и особенности, полученные из результатов подхода морфологического анализа, значительно улучшают производительность системы с 69,91% до 89,81% в F1. Они построили набор данных для NER, который состоит из 18054 предложений. В более поздней работе авторы применили методы нейронной сети на своем корпусе.

[bookmark: _Toc54713431]3.3 Описание метода
В этом разделе представлен краткий обзор методов, которые были применены к созданному корпусу в этой задаче. CRF и LSTM были выбраны в качестве основного подхода для определения именованных объектов, представленных в предложении.
[bookmark: _Toc54713432]3.3.1 Условное случайное поле
Условные случайные поля (CRF), являющиеся дискриминационной вероятностной моделью, чаще всего используются для решения проблем мечения и сегментации последовательностей [64]. Поскольку CRF является контролируемым алгоритмом машинного обучения, для его обучения требуется обучающая выборка достаточного размера. CRF может учитывать контекст; например, CRF с линейной цепью может предсказывать последовательности меток для последовательностей входных данных, в то время как дискретный классификатор предсказывает метки только для одной выборки. Приведенная ниже формула предназначена для CRF, где y - выходная переменная, а X - входная последовательность:

                                                  (3.1)

Последовательность выходных выборок моделируется как нормализованное произведение функции функции.
[bookmark: _Toc54713433]1.3.2 Нейронная сеть с долгой краткосрочной памятью 
Еще одна важная стратегия построения высокопроизводительного метода глубокого обучения – это понимание того, какой тип нейронной сети лучше всего подходит для решения проблемы NER, учитывая, что текст представляет собой последовательный формат данных. Но не любой тип LSTM справляется с этой задачей, так как использование стандартного LSTM для прогнозирования будет учитывать только «прошлую» информацию в последовательности текста. Нам нужно использовать двунаправленные LSTM для NER, поскольку контекст охватывает последовательные и будущие метки в последовательности. Двунаправленный LSTM представляет собой комбинацию двух LSTM: один движется вперед «справа налево», а другой - назад «слева направо» [65].
[bookmark: _Toc54713434]1.3.3 Гибридный подход LSTM-CRF
Дана входная последовательность = (), то есть слова предложения и последовательность состояний вывода = (), то есть теги именованного объекта. В условных случайных полях мы смоделировали условную вероятность того, что выходная последовательность состояний дает входную последовательность:

                                                          (3.2)

Мы сделали это путем определения карты объектов, которая отображает всю входную последовательность  в паре с полной последовательностью состояний  в некоторый вектор пространственных объектов измерения:

                                                  (3.3)

Тогда мы можем моделировать вероятность в виде лог-линейной модели с вектором параметров   как:

 ,                                             (3.4)

где,  охватывает все возможные выходные последовательности. Мы можем рассматривать выражение  =  как оценку того, насколько хорошо последовательность состояний соответствует данной входной последовательности. Идея состоит в том, чтобы заменить функцию линейной оценки нелинейной нейронной сетью. Мы определяем  как:

,                   (3.5)

где  и  - весовой вектор и смещение, соответствующие переходу от  к , соответственно. После построения этой функции оценки мы можем оптимизировать условную вероятность , как в обычном CRF, и распространять ее обратно через сеть [66].

[bookmark: _Toc54713435]3.4 Набор данных
 Набор данных собран из корпуса kazdet: NLA-NU Казахский банк деревьев зависимостей [67], который аннотирован для леммы, части речи, морфологии и отношений зависимости в соответствии с Universal Dependency 2 и хранится в формате UD-native CoNLL-U format. По состоянию на декабрь 2018 года банк содержит ~61 тыс. предложений и ~934,7 тыс. токенов. Это довольно большой корпус с множеством аннотаций. Однако для задачи распознавания именованных сущностей нет аннотаций. Из kazdet корпуса было извлечено 29629 предложений, которые содержат хотя бы одно собственное существительное, содержащее только теги части речи. После этого был создан корпус (kazNER) для задачи NER. Поскольку теги IOB стали стандартным способом представления структур фрагментов в файлах, корпус kazNER будет в этом формате. Формат тегов IOB содержит теги вида: B-{TAG_TYPE} – для слова в начальном отрезке; I-{TAG_TYPE} – для слов внутри отрезка; O – вне любого отрезка.
Теги IOB далее подразделяются на следующие классы: LOC – Местоположение объекта; ORG – Организация; PER – Имя человека; OTH – любая другая именованная сущность, например имя питомца, название книги и т. д. На рисунке 3.1 показано распределение слов по тегам с тегом O (вне любого фрагмента) и без него.
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	Рисунок 3.1 – Распределение слов по тегам с (слева) и без (справа) тега O






[bookmark: _Toc54713436]3.5 Эксперименты и результаты
Для того чтобы использовать методы, упомянутые в разделе “Методология”, необходимо предоставить набор признаков для правильного распознавания тегов. Поскольку классификаторы RF и NB не учитывают контекст, примерный набор признаков, такой как прописные буквы, тип слова (заголовок, строка, цифра), длина слова, символы алфавита, будет представлен для построения этих моделей. Однако метод CRF учитывает контекст. Sklearn-crfsuite [59] позволяет извлекать особенности слова в виде словаря, готового для использования в модели: текущие слова; предыдущие слова; следующие слова; текущие POS-теги; предыдущий и следующий POS-теги.
Группа Stanford NLP применила эти признаки при использовании CRF для задачи NER [68]. Признаки, такие как прописная буква, нижняя буква, цифра были извлечены для текущего, предыдущего и следующего слова. В дополнение к рекомендованным, в набор были добавлены признаки, такие как istitle, iscamelcase, isabbv, has_hyphen. Модель CRF использует алгоритм LGBFS (градиентный спуск с использованием метода L-BFGS) с упорядоченной упругой сеткой (C1 + C2). Значения упругой сетки регуляризации можно настроить, чтобы проверить их влияние на производительность. Сначала начальные значения были выбраны как C1 = 0,1 и C2 = 0,1 для модели CRF (CRF1). Затем параметры настраивались как C1 = 10 и C2 = 0.1 (CRF2). В третьем эксперименте (CRF3) использовался перекрестный рандомизированный поиск (Randomized CV Search), который представляет собой исчерпывающий поиск по сетке всех комбинаций параметров.
В гибридном подходе, сочетающий двунаправленную модель LSTM и модель CRF, мы сопоставляем предложения с последовательностью чисел, а затем дополняем последовательность. Обратите внимание, что мы увеличили индекс слов на единицу, чтобы использовать ноль в качестве значения заполнения. Это сделано потому, что мы хотим использовать параметр mask_zero слоя внедрения, чтобы игнорировать входные данные со значением ноль. Модель обучается с использованием алгоритма обратного распространения. Оптимизация параметров выполняется с помощью rmsprop. Гиперпараметры выбираются на основе производительности набора данных разработки.
Метрика F1-показателя будет использоваться для оценки производительности модели, поскольку точность не является хорошей метрикой для несбалансированного набора данных kazNER (см. рисунок 3.1). Более того, поскольку тег «O» (снаружи) является наиболее распространенным тегом в наборе данных, общая производительность будет оцениваться с ним и без него.
Таблица 3.1 показывает, что классификатор CRF показывает отличные результаты. После оптимизации видно, что более низкие значения регуляризации упругой сети (C1 + C2) приводят к наилучшей производительности модели - особенно для C1. Модель с перекрестным проверенным рандомизированным поиском показывает приличную оценку F1 с 0,95 в целом без тега «O».
Таблица 3.1 – F1- показатель на тестовом наборе моделей для задачи NER
	Модель
	B-PER
	I-PER
	B-LOC
	I-LOC
	B-ORG
	I-ORG
	B-OTH
	I-OTH
	Итого
с «O»
	Итого
без «O»

	CRF1
	0.97
	0.97
	0.96
	0.90
	0.80
	0.69
	0.70
	0.60
	0.99
	0.92

	CRF2
	0.90
	0.92
	0.89
	0.85
	0.72
	0.59
	0.47
	0.34
	0.98
	0.85

	CRF3
	0.98
	0.98
	0.98
	0.92
	0.87
	0.81
	0.82
	0.76
	0.99
	0.95




В таблице 3.2 приведены резудьтаты эксперимента на гибридной модели LSTM-CRF. Резудьтаты выглядит довольно хорошо, и это не требует каких-либо особенностей разработки по сравнению с моделью CRF. Преимущество CRF здесь не очень заметна, но если бы у нас был набор данных с более сложными именованными объектами, это было бы безусловно хорошим результатом.
Таблица 3.2 – Показатели на тестовом наборе гибридной моделей LSTM-CRF
	Метки
	Точность
	Полнота
	F1-показатель

	ORG
	0.73
	0.73
	0.73

	PER
	0.90
	0.93
	0.91

	LOC
	0.92
	0.94
	0.93

	RES
	0.58
	0.69
	0.63

	Среднее
	0.86
	0.89
	0.88



[bookmark: _Toc54713437]3.6 Краткие выводы
Так как NER работает с большим корпусом, нейронные сети очень эффективны в поиске именованных объектов в данных, чтобы обеспечить превосходную модель NER. Использование современных методов, таких как сочетание нейронной сети LSTM и CRF, прост и часто дает хорошие результаты, есть некоторые потенциальные недостатки [69]. Если мы не видели слово во время предвычисления, мы должны закодировать его как неизвестное и вывести его значение из окружающих его слов. Часто слово postfix или prefix содержит много информации о значении слова. Использование этой информации очень важно, если вы имеете дело с текстами, которые содержат много редких слов, и вы ожидаете много неизвестных слов во время вывода. Для кодирования информации на уровне символов мы будем использовать вложения символов и LSTM для кодирования каждого слова в вектор. Мы можем использовать практически все, что создает один вектор для последовательности символов, представляющих слово.


[bookmark: _Toc54713438]4 Разработка модуля вторичной нормализации текста  на базе искусственных нейронных сетей
[bookmark: _Toc54713439]4.1 Задача
Пользовательский контент (User generated content, UGC) – это комментарии, тексты, которые создаются пользователями Интернета на онлайн-платформах, таких как социальные сети, новостные веб-страницы. Пользовательский контент (UGC), как известно, трудно обрабатывать из-за «орфографии правописания», которая сопровождает его в форме дублирования (керемееет) или сокращения (крмт) букв; ) слияние ([не] [деген] [керемет]) или сегментация слов (к-е-р-е-м-е-т), использование эмодзи (, ) и их символических аналогов [:), : (] не говоря уже о «спонтанной» транслитерации, когда казахские слова написаны в альтернативных алфавитах без соблюдения определенных стандартов, например, слово «біз» может быть написано как «быз», «биз» или «biz».
Вторичный инструмент нормализации предназначен для редактирования таких текстов, чтобы они соответствовали стандартному языку. Все эти свойства UGC значительно снижают точность инструментов NLP, поэтому на практике UGC часто нормализуют, то есть приводят к стандартам литературных языков. Следовательно, неканоническая нормализация текста считается основным предварительным этапом практически всех задач NLP. 
В данной работе мы сумели автоматически нормализовать зашумленные тексты, используя нейронные сети и подход машинного перевода, чтобы не зависеть от внешних лингвистических ресурсов и определенных вручную правил.  

[bookmark: _Toc54713440]4.2 Существующие решения
В связи с быстрым ростом содержания в социальных сетях нормализация текста привлекла все большее внимание в последнее десятилетие, где основное внимание уделяется преобразованию шумных нестандартных токенов в неформальном тексте в стандартные словарные слова. Проверка орфографии играет важную роль в этом процессе, поскольку ее можно рассматривать как начальную попытку нормализации текста. В работах [70–72] было предложено использовать каркас с шумными каналами для генерации списка исправлений для любого слова с ошибкой, ранжированного по соответствующим апостериорным вероятностям.
В работе [73] усовершенствовали эту структуру путем вычисления вероятности правдоподобия (likelihood function) как токен с шумом и связанный с ним тег будут сгенерированы определенным словом. Однако алгоритмы проверки орфографии в большинстве случаев неэффективны для данных этого типа, поскольку они не учитывают явления в неформальном тексте. Некоторые предыдущие работы вместо этого были сосредоточены на единичных типографских ошибках с использованием расстояния редактирования [74] в сочетании с моделированием произношения, например [75].
В работе [76] использовали модель зашумленного канала, основанную на расстоянии редактирования орфографии, используя Веб, чтобы сгенерировать большой набор автоматически сгенерированных (зашумленных) пар, которые будут использоваться для обучения и для предложений правописания. Несмотря на то, что они используют Веб для сбора, они не фокусируются на неформальном тексте, а скорее на непреднамеренных орфографических ошибках. Бюфорт и др. [77] объединили модель с шумным каналом с конечным преобразователем на основе правил и получили приемлемые результаты для французских SMS. Чудхури и др. [78] использовали взвешенные конечные автоматы (FSM) и правила переписывания для нормализации французских SMS; Пенель и др. [79] сосредоточились на твитах, созданных с помощью мобильных телефонов, и разработали таггер CRF для сокращения на основе удаления.
Недавняя работа также сосредоточена на нормализации сообщений в Твиттере, что обычно считается более сложной задачей. Хан и др. [80] разработали классификаторы для обнаружения неправильно сформированных слов и сгенерировали исправления на основе морфофонического сходства. Лю и соавторы [81] предложили нормализовать нестандартныетокены без их явной категоризации. В работе [82] показано, что разные популяции демонстрируют разные стили укорочения.
Вышеупомянутые подходы почти во многом полагаются на внешние лингвистические ресурсы и правила, определенные вручную. Широкий спектр задач NLP показывает многообещающие результаты за счет использования архитектур кодировщика-декодера (encoder-decoder architecture) [83, 84]: машинный перевод [85], генерация диалогов [86], задача реферирования [87], ответы на вопросы [88]. Следовательно, имеет смысл задаться вопросом, подходят ли модели Seq2Seq для задачи нормализации.
В работе [89] применялась архитектура кодировщика-декодера, использующая рекуррентную нейронную сеть (RNN) на основе закрытого рекуррентного блока (Gated Recurrent Unit) для нормализации японского текста. Они улучшили производительность нормализации японского текста, выполнив стабильное обучение модели кодировщика-декодера с помощью нового метода увеличения данных. Лорензо [90] применил метод нормализации, основанный на модели кодировщика-декодера на основе словесных символов, к зашумленному тексту в социальных сетях. Они утверждают, что представленный компонент на основе символов, который обучен на синтетических примерах, показывает значительный результат. Люсетти и др. [91] нормализовали швейцарско-немецкие сообщения WhatsApp, используя модель кодировщика-декодера. Они утверждают, что гибкость модели кодировщика-декодера позволяет использовать одни и те же обучающие данные по-разному. В частности, модификация была сделана в части декодирования, введя различные уровни детализации на языке целевой стороны: символы и слова. В работе [92] исследованы возможности использования методов машинного перевода для нормализации зашумленных турецких текстов. Авторы обучили символьную модель перевода с синтетическими параллельными данными. Для сравнения полученных результатов были проведены эксперименты как с методами статистического, так и с нейромашинного перевода.
Наша работа тесно связана с [92]. В этой задаче мы используем методы машинного перевода для нормализации казахских текстов в социальных сетях. Для создания систем машинного перевода нам нужен большой параллельный корпус с набором выровненных предложений в канонической и неканонической формах. Хотя в настоящее время популярно создание неконтролируемых (неконтролируемых) систем машинного перевода без параллельного корпуса, тем не менее, их производительность все еще ниже для использования в реальных приложениях. В этой работе мы также использовали как статистический, так и нейро-машинный подход к проблеме нормализации.

[bookmark: _Toc54713441]4.3 Сбор данных и их аннотация
Для разработки инструмента вторичной нормализации мы использовали подход машинного перевода. В наших предыдущих работах у нас был опыт построения параллельного корпуса, а также построения систем машинного перевода. Для задачи нормализации наш параллельный корпус будет исходные необработанные комментарии и исправленные комментарии аннотаторов, то есть исходная сторона будет необработанные комменты, а целевая сторона (target side) будет исправленные комменты. Для создания корпуса для этой задачи в начале мы собрали комментарии с новостных веб-страниц: nur.kz, tengrinews.kz и zakon.kz. Комментарии были разделены на группы по языкам: казахский, русский и смешанный.
Затем мы удалили идеальные комментарии, в которых нет ошибок. Потому что нет смысла иметь правильные комментарии нашему подходу машинного перевода. И также это занимает времени для аннотаторов. Чтобы отсортировать идеальные комментарии, мы использовали тексты с официальных новостных веб-страниц, в которых мы считаем, что ошибок нет, мы их сравниваем, если все слова наших комментариев находятся в этом тексте, то этот комментарий считается идеальным.
Некоторые комментарии могут содержать несколько предложений, поэтому мы разделили более длинные комментарии на несколько предложений. В конце мы разделили эти комментарии поровну на две группы для наших двух аннотаторов. Статистика приведена в таблице 4.1.
Таблица 4.1 – Статистика набора данных с новостных порталов
	Общие
	Очищенные
от идеальных
комментариев
	После разделения
длинных
комментариев
	Идеальные
комментарии
	Аннотатор 1
	Аннотатор 2

	doc
	tok
	doc
	tok
	doc
	tok
	doc
	tok
	doc
	tok
	doc
	tok

	17181
	237092
	12896
	192853
	19799
	192853
	4285
	44239
	7287 
	96192
	10072
	96189



Помимо комментариев от новостных порталов, дополнительные комментарии собраны с социальных сетей. Казахоязычная аудитория комментаторов наиболее активна в социальных сетя как facebook и instagram. Анализ показывает основная доля комментариев на казахском языкеприходятся на такие фэйсбук группы как Online Qazaqstan (367 920 участников на момент анализа), "Қала мен Дала" газеті (97685 участников на момент анализа). Исходя из вышеупомянутых для источника сбора текстовых данных был выбран казахоязычный сегмент социальной сети facebook.
Платформа Facebook сама предлагает инструмент API Graph на базе HTTP для загрузки и выгрузки данных. Название API Graph подчеркивает связь этого API с "социальным графом" — системой представления информации на Facebook. 
API Graph состоит из следующих элементов: узлы, границы контекста, поля. С помощью узлов можно получать данные о конкретном объекте, границы контекста позволяют собирать подборки объектов, связанные с отдельным объектом, а поля помогают получать данные об отдельном объекте или о каждом объекте в подборке.
API Graph основан на протоколе HTTP и работает с любым языком, в котором есть библиотека HTTP (например, с URL, urllib). Другими словами, API Graph можно использовать прямо в браузере. 
Несмотря на то что платформа Facebook предлагает собственный api для доступа к данным, последние несколько лет появились некоторые серъезные ограничения. Для того чтобы выгрузить посты и коментарий из групп или открытых страниц необходимо иметь права администратора или запросить специальное разрешение, которое состоит из некоторых сложных процедур.
Поэтому для решения задач приходится прибегать к методам анализа с помощью парсеров. Для этого случая был выбран Beautiful Soup – парсер для синтаксического разбора файлов HTML/XML, написанный на языке программирования Python.
С помощью BeautifulSoup были собраны в следущем формате:
Пост: -id – идентификатор; -text – основной текст поста.
Комментарий: -id – идентификатор; -parentId– идентификатор родительского элемента (это может быть пост или комментарий);  -text – основной текст комментария.
По итогам обработки полученных данных в общем количестве получили 10014 комментариев (см. таблицу 4.2).
Таблица 4.2 – Статистика набора данных из социальных сетей
	Источник
	Количество постов
	Количество комментариев

	Online Qazaqstan
	17
	3287

	Газета «Dala men Qala»
	18
	1490

	Kaspi.kz
	8
	1897

	Stan.kz
	29
	3340

	Итого
	72
	10 014



После процесса аннотации наборы данных были дополнительно обработаны. Некоторые очень длинные комментарии разбиты на несколько частей, в основном по предложениям. Удалены комментарии на русском языке. После предварительной обработки осталось 27005 комментариев. Мы использовали 90% этих комментариев для обучения и остальные для тестирования. Статистика приведена в таблице 4.3.
Таблица 4.3 – Финальная статистика данных
	Общие параллельные комментарии
	Обучающий набор
	Тестовый набор

	27005
	24305‬
	2700



[bookmark: _Toc54713442]4.4 Описание метода
В этом проекте мы исследовали потенциал использования методов машинного перевода для нормализации неканонических текстов на казахском языке. Поэтому мы использовали как статистический (SMT) (см. отчет за 2019 год), так и подходы к нормализации на основе нейронных сетей (NMT), чтобы сравнить результаты.
В качестве базового эксперимента был выбран метод SMT. В этом методе использовался довольно стандартный набор инструментов. План состоял в том, чтобы создать масштабируемые инструменты NLP на Python, поэтому мы создали системы статистического машинного перевода на основе фраз, поскольку среди различных методов подходы, основанные на фразах, показали высокую производительность. Мы использовали модели языка n-грамм, в частности 3-граммовые модели. Процесс декодирования был реализован с использованием алгоритма декодирования стека поиска луча.
Вдохновленные достижениями в области нейронного машинного перевода (NMT), мы применили сквозные модели нейронных сетей, в частности модели последовательность-последовательность (Seq2Seq), к вторичной задаче нормализации. Модели Seq2Seq могут преобразовывать последовательности из одного домена (например, предложения в неканонической форме) в последовательности из другого домена (например, те же предложения в канонической форме). Его функция захвата любой полезной контекстной информации в предложении может быть использована в задаче нормализации текста. Это устраняет необходимость в языковых инструментах, за исключением достаточного количества данных для обучения.
Мы построили нашу модель Seq2Seq, используя библиотеку Keras [93]. Во-первых, комбинация наборов данных для обучения и теста использовалась для определения максимальной длины и словарного запаса проблемы. Мы сопоставляем слова с целыми числами для моделирования. Для входящих и исходящих последовательностей использовался отдельный токенайзор. Каждая входящая и исходящая последовательность должна быть закодирована в целые числа и дополнена до максимальной длины фразы, так как векторное представление слов использовалось для входящих последовательностей и one-hot encoding для исходящих последовательностей.
Мы используем модель LSTM кодировщика-декодера для решения этой проблемы. В этой архитектуре с двухуровневыми кодировщиками и декодерами LSTM входная последовательность кодируется внешней моделью, называемой кодировщиком, а затем декодируется пословно внутренней моделью, называемой декодером. Модель обучается с использованием эффективного подхода Адама к стохастическому градиентному спуску и минимизирует категориальную функцию потерь, поскольку мы сформулировали проблему прогнозирования как мультиклассовую классификацию. Архитектура модели представлена ​​на рисунке 4.1.

[bookmark: _Toc54713443]4.5 Эксперименты и результаты
Для оценки качества перевода мы использовали широко используемое измерение - BLEU (A Bilingual Evaluation Understudy) [94]. Основная идея этого метрика заключается в определении n-граммного соответствия между переведенным кандидатом и ссылкой. После перевода мы сравнили наш переведенный набор тестов со ссылкой. Результаты можно увидеть в таблице 4.4. Как видно из таблицы, модель на основе нейронной сети превосходит статистическую модель.




Таблица 4.4 – Конечный результат
	Модель
	Результат BLEU

	SMT
	21.67

	NMT
	29.74




[image: ]
Рисунок 4.1 – График модели нейронной сети для NMT

[bookmark: _Toc54713444]4.6 Краткие выводы
В этой работе мы использовали подход машинного перевода для нормализации комментариев. Для создания систем машинного перевода мы сначала собрали комментарии из новостных порталов и социальных сетей. Затем мы исправили эти комментарии аннотаторами. Всего собрано и исправлено 27005 комментариев. Эти наборы данных являются нашим параллельным корпусом: в подходе машинного перевода исходные необработанные комментарии рассматриваются как исходная сторона (sourceside), а исправленные комментарии - как целевая сторона (targetside). Используя эти комментарии, мы создали систему статистического машинного перевода на основе фраз в качестве базовой системы. Кроме того, мы применили основанные на словах модели последовательность-последовательность к задаче вторичной нормализации, чтобы сравнить статистический и нейросетевой подходы. Статистический метод показывает 21,67 BLEU на тестовом наборе, тогда как модель последовательность-последовательность дает приблизительно 30 BLEU. Нейросетевой метод значительно улучшает выполнение задачи нормализации. В среднем оба результата можно рассматривать как средние показатели. Причина этого явления может быть связана с разреженными наборами данных. Чтобы решить эту проблему, в будущем мы собираемся добавить больше комментариев к нашему параллельному набору данных. Кроме того, мы будем проводить эксперименты с моделями от последовательности к последовательности с механизмом внимания, а также с моделями на основе символов.


[bookmark: _Toc54713445]ЗАКЛЮЧЕНИЕ
В данной работе исследования по обработке текстов проводились по четырем направлениям – синтаксический анализатор, коррекция орфографии, извлечения именных сущностей и вторичная нормализация текстов на казахском языке.
В данной работе мы создали синтаксический анализатор на основе искусственных нейронных сетей, реализованных в пакете Stanza. Для обучения модели нами был использован собственный корпус с синтаксической разметкой. Кроме того, мы использовали текстовый корпус Facebook для создания векторного представления слов. В результате обучения было получено высокое качество модели – 88,62%, превышающее качество популярного инструмента UDPipe (87,90%), а также существенно превосходящее исходную базовую систему в Stanza (44.33%). Отметим, что решающим фактором такого высокого результата стали объем и качество данных, что является обязательным условием успеха применения подходов с использованием искусственных нейронных сетей.
Также был разработан модуль коррекции грамматики казахского языка. Задача коррекции грамматики была поставлена как проверка конструкций языка, на соответствие фонетическим правилам. В частности, нами были рассмотрены четыре группы фонетически зависимых союзов частиц: вопросительные частицы «ба, бе, ма, ме, па, пе»; союзы «бен(ен), мен(ен), пен(ен)»; частицы-союзы «да, де, та, те»; частицы «ғана, қана». Для решения задачи были реализованы два подхода. Базовый подход основан на применении фонетических правил казахского языка, компактно сформулированных в виде регулярных выражений. Усовершенствованный подход основан на обучении ансамбля деревьев решений с использованием результата работы базового подхода в качестве одного из признаков. В разрезе общей точности (доля правильно определенных случаев, как ошибочных, так и корректных) подходы достигают результатов в диапазоне 75% – 99% (базовый) и 87% – 100% (усовершенствованный).
Далее была представлена гибридная модель для задачи распознавания именованных сущностей (NER) на основе нейронных сетей LSTM и CRF для казахского языка. Результаты выглядят довольно хорошо, и это не требует каких-либо особенностей разработки по сравнению с моделью CRF. Среднее качество модели по метрике F1 составило 88%, что сопоставимо с существующими моделями для задачи NER. Использование современных методов, таких как сочетание нейронной сети LSTM и CRF, прост и часто дает хорошие результаты, хотя есть некоторые потенциальные недостатки. Основным недостатком является отсутствие большого объема размеченных данных, которые требуют больших ресурсов для их создания. Безусловно, в качестве будущей работы мы видим сбор и разметку данных, чтобы улучшить качество разработанной модели.
Наконец в задаче вторичной нормализации текстов мы использовали подход машинного перевода. Для создания систем машинного перевода мы сначала собрали комментарии из новостных порталов и социальных сетей. Затем мы исправили эти комментарии аннотаторами. Всего собрано и исправлено 27005 комментариев. Эти наборы данных являются нашим параллельным корпусом: в подходе машинного перевода исходные необработанные комментарии рассматриваются как исходная сторона (sourceside), а исправленные комментарии - как целевая сторона (targetside). Используя эти комментарии, мы создали систему статистического машинного перевода на основе фраз в качестве базовой системы. Кроме того, мы применили основанные на словах модели последовательность-последовательность к задаче вторичной нормализации, чтобы сравнить статистический и нейросетевой подходы. Статистический метод показывает 21,67 BLEU на тестовом наборе, тогда как модель последовательность-последовательность дает 29,74 BLEU. Нейросетевой метод значительно улучшает выполнение задачи нормализации. В среднем оба результата можно рассматривать как средние показатели. Причина этого явления может быть связана с разреженными наборами данных. Чтобы решить эту проблему, в будущем мы собираемся добавить больше комментариев к нашему параллельному набору данных. Кроме того, мы будем проводить эксперименты с моделями от последовательности к последовательности с механизмом внимания, а также с моделями на основе символов.
Результаты были апробированы и опубликованы в международных рецензируемых журналах и конференциях. В частности, 2 статьи были опубликованы в периодических изданиях с ненулевым импакт-фактором, индексируемых в базе данных Scopus; 2 статьи опубликованы в отечественных изданиях с ненулевым-импакт фактором; 10 статей опубликованы в различных международных конференциях. Полный список опубликованных статей за время реализации проекта приведен в Приложении Б. В Приложении В приведены оттиски статей, опубликованных в 2020 году.
Все разработанные модули размещены онлайн на демонстрационном сайте http://opendev.kz/kaznlp/, а исходный код модулей доступен по ссылке https://github.com/nlacslab/kaznlp.
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Abstract. We present the current results of our ongoing work on
develop-ing tools and algorithms for processing Kazakh language in the
ramework of KazNLP project. The project is motivated by the need
in accessible, easy to use, cross-platform, and well-documented auto-
mated text processing tools for Kazakh, particularly user generated text,
which includes transliteration, code switching, and other artifacts of
anguage-specific raw data that needs pre-processing. Thus, apart from
a basic tokenization-tagging-parsing pipeline, and downstream applica-
tions such as named entity recognition and spell checking, KazNLP offers
pre-processing tools such as text normalization and language identifica-
tion. All of the KazNLP tools are released under the Creative Commons
icense. Since the detailed description of the methods and algorithms
hat were used in KazNLP are published or to be published in various
venues, reference to which is given in the corresponding sections, this
work provides just an overview of the tools and their performance level.

Keywords: Kazakh language - Natural language processing *+ Corpus
linguistics - Computational linguistics + Programming tools

1 Introduction

Kazakh language is the official language of the Republic of Kazakhstan, spoken
by over 12 million people. From the NLP point of view, Kazakh is an interesting
research object that presents several challenges as an agglutinative language with
complex morphology and a relatively free word order. However, NLP research on
this language is rather scarce, while demand in automated processing of Kazakh
text is rising. For example, consider automatic spellchecking, one of the clas-
sic NLP tasks. To our knowledge there are only two research papers [12,20]
that discuss spell-checking for Kazakh. Moreover, the method described in [12]
achieved only 83% accuracy, which was enough to outperform MS Word spell-
checking system. Thus, while Kazakh spellcheckers are far from being perfect,
there is almost no research in this direction. This is not surprising, because to
achieve high performance on many NLP problems for languages with complex
© Springer Nature Switzerland AG 2020

A. Karpov and R. Potapova (Eds.): SPECOM 2020, LNAI 12335, pp. 657-666, 2020.
https://doi.org/10.1007/978-3-030-60276-5_63
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morphology, one needs the very basic tools such as morphological analyzers and
taggers. To be fair, we admit that such tools exist for Kazakh, but as far as we
can tell, they are limited in access [7], ease of use [1,31], or the degree of readi-
ness (“raw” experimental systems) [16]. Moreover, existing tools are documented
either poorly or not at all and have not been evaluated on user generated text,
such as internet reviews and message boards.

To address these issues, we have developed KazNLP, an open source Python
library for processing Kazakh texts. KazNLP consists of the following mod-
ules, that can be used in isolation or in a pipeline: 1) initial normalization tool;
2) sentence-word tokenizer; 3) language identification tool; 4) morphological ana-
lyzer; 5) morphological tagger; 6) syntactic parser; 7) spelling checking and cor-
rection tool; 8) secondary normalization tool; 9) named entity recognizer. The
set of tools is chosen to strike a balance between research and engineering appli-
cations, and will, hopefully, be extended in the future. To facilitate efficiency
and performance trade-off, where possible, we have developed both statistical
and neural implementations. Importantly, we avoided any hard-coded rules, to
make the tools adaptable to the announced shift of the Kazakh alphabet from
Cyrillic to Latin. The code is released under the CC-SA-BY license (Creative
Commons Attribution 4.0), which allows any use, including commercial.

In what follows, we describe KazNLP in more detail. Specifically, Sect.2
describes the datasets and corpora used in the development of KazNLP. Section 3
provides an overview of KazNLP components and corresponding NLP tasks.
Section4 briefly describes the software package and the demo web service.
Finally, we draw conclusions and discuss future work in Sect. 5.

2 Text Datasets and Corpora

The development of KazNLP would not be possible without language resources
described below. All the datasets are available either online or upon request.

2.1 Kazakh Language Corpus

The Kazakh Language Corpus (KLC) [17] was collected to aid linguistics, com-
putational linguistics, and NLP research for Kazakh. It contains more than 135
million words in more than 400 thousand documents classified by genres into
the following five sections: 1) literary; 2) official; 3) scientific; 4) publicistic; 5)
informal language. KLC also has a portion of data annotated for syntax and
morphology. It should be noted that initially the syntactic tagset comprised a
compact set of syntactic categories, which were later improved during the devel-
opment of Kazakh Dependency Treebank [13] described next.

2.2 Kazakh Dependency Treebank

Another important linguistic resource that lays the grounds of the current work
is the Kazakh Dependency Treebank [13,14]. Following the best practices of the
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Universal Dependencies (UD) guidelines [23] for consistent annotation of gram-
mar, we have relabeled a part of KLC with lexical, morphological, and syntactic
annotation that can be used by computer scientists working on language pro-
cessing problems and by linguists likewise. The treebank contains about 61 K
sentences and 934.7 K tokens (of those 772.8 K alphanumeric), stored in the UD-
native CoONLL-U format. In addition, we annotated all the proper nouns of the
corpus with such labels as a person’s name, location, organization and others.

2.3 Other Datasets

To perform experiments on text normalization, language identification, and
senti-ment analysis, we used a data set of user generated text collected from
the three of the most popular Kazakhstani online news outlets, namely nur.kz,
zakon.kz, and tengrinews.kz [21]. The noisy data was corrected and labeled
semi-automatically resulting in total of 27,236 comments annotated for language
and sentiment. Positive and negative comments amounted to 5995 (22%) and
7409 (27.2%), respectively, with the rest being neutral. In terms of languages,
data set contains 63% of Kazakh texts, 34.4% of Russian texts and the rest is
mixed comments (i.e. code-switched between Kazakh and Russian).

3 KazNLP Components

3.1 Initial Normalization Module

User generated content (UGC) generally refers to any type of content created by
Internet users. UGC as a text is notoriously difficult to process due to prompt
introduction of neologisms, peculiar spelling, code-switching or transliteration.
All of this increases lexical variety, thereby aggravating the most prominent prob-
lems of NLP, such as out-of-vocabulary lexica and data sparseness. It has been
shown [6] that certain preprocessing, known as lexical normalization or simply
normalization, is required for them to work properly. Kazakhstani segment of
Internet is not except from noisy UGC and the following cases are the usual
suspects in wreaking the “spelling mayhem?”:

— spontaneous transliteration, e.g. Kazakh word “” can be spelled in three addi-
tional ways: 7, “7  and “biz”;

— use of homoglyphs, e.g. Cyrillic letter “” (U40456) can be replaced with Latin
homoglyph “i” (U+0069);

— code switching — use of Russian words and expressions in Kazakh text and
vice versa;

— word transformations, e.g.
words, e.g. “7or “ ?

W oW
)

instead of “” (great), or seg-mentation of

We have implemented a module for initial normalization of UGC. However,
unlike with lexical normalization [6], we do not attempt to detect ill-formed
words and recover their standard spelling. All that we really care about at this
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point is to provide an intermediate representation of the input UGC that will
not necessarily match its lexically normalized version, but will be less sparse.
Thus, we aim at improving performance of downstream applications by reducing
vocabulary size (effectively, parameter space) and OOV rate. To this end, initial
normalization does two things: (i) converts the input into a common script; (ii)
recovers word transformations and does various minor replacements. Our sim-
ple rule-based approach (using regular expressions and dictionary) amounts to
successive application of three straightforward procedures: (i) homoglyph reso-
lution - substitutes Latin letters with Cyrillic counterparts (ii) common script
transliteration - substitutes similar Latin and Cyrillic letters with common letter
(iii) replacement and transformation - applies regular expressions to correct ill-
formed word forms. It is difficult to perform a direct evaluation of this algorithm,
but an extrinsic evaluation can be found in our previous work [21].

3.2 Sentence-Word Tokenizer

Sentence segmentation is a problem of segmenting text into sentences for further
processing; and tokenization is a problem of segmenting text into chunks that for
a certain task constitute basic units of operation (e.g. words, digits, etc.). At first
glance, the problems might seem trivial, but this is not always the case, as many
standard punctuation symbols might be used in different contexts (abbreviations,
emoji, etc.), and the meaning of “tokens” and “sentences” may vary depending
on a task at hand. Thus, to solve sentence and token segmentation problems one
cannot blindly segment texts at the occurrences of certain symbols, and has to
resort to a more sophisticated approach.

We are aware of ready to use tools that can be adapted to Kazakh, such
as Punkt in NLTK [3], Elephant [4], and Apache OpenNLP [26]. However, they
mostly use hand-crafted features. The only free-distributed tokenizer for Kazakh
is based on the finite state transducer and is built into the morphological ana-
lyzer [31], which is not always convenient and necessary. Therefore, we decided to
implement our own module for sentence splitting and word tokenization, which
treats the problem as a single sequence labeling task.

The current version of KazNLP includes only HMM-based implementation of
the module, but we have also experimented with an LSTM-based approach. This
approach utilizes character embeddings, i.e. represent characters as vectors in a
multidimensional continuous space. We evaluated our method on three typologi-
cally distant languages, namely Kazakh, English, and Italian. Experi-ments show
that the performance on Fl-measure achieves 95.60% on sentence and 99.61%
word segmentation, respectively, for Kazakh language which is better than that
of popular systems like Punkt and the Elephant. An interested reader is referred
to our work in [30].

3.3 Language Identification Module

Language identification (LID) is the task of determining a language in which a
given piece of information is presented be it text, audio or video. Early works
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on LID for texts have achieved near perfect accuracy when applied to small sets
of monolingual texts, languages and domains, which led to a popular miscon-
ception that LID task was solved. The authors of [2] argue that LID is far from
being solved, and show that as number of target languages grows and documents
become shorter, performance of the standard methods drops. Another challenge
that the authors mention, but do not address, is the fact that input text may be
multilingual. Indeed, the results of the Workshop on Computational Approaches
to Code Switching show that word-level LID on multilingual input is significantly
harder than classical LID, i.e. document-level on monolingual input.

In KazNLP, we aim to provide tools for processing real world data, including
noisy UGC, i.e. tweets, comments, Internet forum dialogs, etc. Apart from noise,
there is a certain amount of Kazakh-Russian code-switching, which allows us to
experiment with multilingual word-level LID. Following a common strategy of
dealing with noisy UGC, prior to LID, we perform normalization as described
above. For LID, we trained and applied character-based LSTM neural networks.
The best performance of 99.73% was achieved for 150-character long sequences.
Our results suggest improvement over the state-of-the-art for Kazakh language
based on popular LangID [11] or Bayesian approach [9].

3.4 Morphological Analyzer and Tagger

Morphological analysis is the task of identifying the constituents of a word (root
and morphemes), while morphological tagging is the task of identifying the most
suitable analysis in the context of a sentence. Thus, this problems are closely
related. A common approach for the agglutinative languages like Kazakh is to
develop a finite state transducers to identify all possible morphological parses
of a word [31], and on top of that apply a morphological disambiguation model
ased on statistical or other machine learning approaches [16,29].

In this module, we addressed the morphological analysis and tagging prob-
em as a single sequence-to-sequence modeling task similar to neural machine
transla-tion. In particular, we applied a character-level encoder-decoder neural
models with attention using bi-directional LSTM network implemented in Open-
NMT [8]. For comparison, we experimented with language independent packages
ike UDPi-pe [27] and Lemming [19]. In both tasks, our model outperformed the
atter models, achieving the accuracy on morphological analysis of 87.8% and on
mor-phological tagging of 96.8%.

3.5 Syntactic Parser

In computational linguistics and NLP, syntactic parsing usually amounts to
determining a parse tree of a given sentence, according to a predefined grammar
formalism, e.g. constituency, dependency, etc. grammars. In KazNLP, we adhere
to dependency formalism and develop a dependency parser. Commonly used
approaches to tackle this problem fall into two main classes: graph-based (MST-
Parser [18]) and transition-based (Malt-parser [24]) parsing models. As an initial
version, we have implemented a graph-based parser using data-driven statistical
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approach to compute weights of the search graph [32]. Thus, the goal is to find a
minimum spanning tree in the given weighted directed graph. The performance
of the parser in terms of unlabeled attachment score was 61.08, which is barely
comparable to the state-of-the-art neural-based models. Nonetheless, the tool
can be used in the domains with limited amount of data, where the advanced
models are not applicable.

3.6 Spelling Correction Module

The spelling correction can be divided into two tasks: word recognition and error
correction. For languages with a fairly straightforward morphology recognition
may be reduced to a trivial dictionary look up. Correction is done through
generating a list of possible suggestions: usually words within some minimal edit
distance to a misspelled word. For agglutinative languages, such as Kazakh, even
recognizing misspelled words becomes challenging as a single root may produce
hundreds of word forms. It is practically infeasible to construct a dictionary with
all possible word forms included: apart from being gigantic such a dictionary
would be all but verifiable. For the same reason the correction task becomes
challenging as well.

To address this problem, we followed the approach presented by Oflazer and
Gilizey [25]. In particular, we used a mixture of lexicon-based and generative
approach by keeping a lexicon of roots and generating word forms from that
lexicon on the fly for lookup and correct suggestions. To rank a list of sug-
gestions, we use a Bayesian argument that combines error and source models.
For our error model we employ a noisy channel-based approach proposed by
Church and Gale [6]. Our source model is built upon the theoretical aspects
that were used for morphological disambiguation in [5]. For the purpose of com-
parison we experimented with built-in Kazakh spelling packages in OpenOffice
and Microsoft Office 2010. We show that although our method is more accurate
than the open source and commercial analogues, achieving the overall accuracy
of 83% in generating correct suggestions, the generation of those suggestions still
needs improvement in terms of pruning and better ranking [12].

3.7 Secondary Normalization Module

In addition to the initial normalization and spelling correction modules, we
implemented another tool to normalize and correct texts - secondary normaliza-
tion module. The secondary normalization is designed to directly convert UGC to
the standard language overcoming the drawbacks of two former stages, namely,
incompleteness of rule-based approach. In this task, we applied a statistical
machine translation strategy to convert from noisy texts (source language) to
lexically correct texts (target language) given the corresponding parallel data
set. The performance of this approach was 21,67 in terms of BLEU metrics,
which is considered as a moderate result [22]. It should be noted, that this tool
still can be used after initial normalization and spelling correction, as it also able
to correctly deal with phrases.
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3.8 Named Entity Recognizer

Named entity recognition (NER) is considered one of the important NLP task.
It is a problem of recognizing real world objects found in a sentence, such as
geographical location, person’s name, organization, and others. There are several
approaches based on manually created grammar rules, statistical models, and
machine learning to solve the NER problem.

Demo Morphological Analyzer Module Other Projects
Normalization
Kazakh Language
Tokenization Corpus
Language Identification This module performs full morphological analysis of an
Morphological Analyzer input text.
Morphological Tagger Enter text here: Output Kazakh-Russian
Sentiment Analysis
Syntactic Parsing 9Pl KaKchi Gonaas. Gapl_A_SIM |
oo SE | L FLUS | XakeFLZE | xaken FLMOD |
Spelling Correctoin Gon_R_ET a_T1 asi_P3 | Gon_R_ET a_T1 awt_P7 | Gon_R_ETK a_T1
P3|
Named Entity e Kazakh-Russian
Recognition Machine Translation

Submit
© CSLab, 2020

Fig. 1. A screenshot demonstrating a work of the morphological analyzer module.

Previously we have implemented a model for recognition of named entities in
Kazakh language based on conditional random field (CRF) [28]. However, in our
latest setup, we use a hybrid approach combining a bidirectional LSTM neural
network and a CRF models. The main idea is to feed the features determined by
CRF as input to LSTM network, thus, replacing the linear scoring by non-linear
neural network scoring. The performance of this model in terms of F1l-measure
is 88%. For more details see our work [10,28].

4 Toolkit and Web Service

This project aims at building free/open source language processing tools for
Kazakh. The proposed set of tools is designed to tackle a wide range of NLP prob-
lems that can be divided into pre-processing, core processing, and application-
level routines. Each NLP task is implemented as a separate programming module
in Python 8 programming language and released under CC-SA-BY license. The
current version of source code of KazNLP and the documentation are available
on Github repository [15]. KazNLP can be installed and run on all platforms
including Linux, OS X, and Windows, where Python is supported.

In addition to the packages, we have developed a web service that can be
tested by an interested user. The web service is accessible online via link http://
kazcorpus.kz/kaznlp/. Figure 1 shows a screenshot demonstrating a work of the
morphological analyzer module.
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5 Conclusion and Future Work

In this paper we presented a new package KazNLP which implements the core
natural language processing tasks for automated processing of texts in Kazakh
language. Rather than emphasizing the design and usage of the package, for
which the reader is referred to the corresponding documentation in the repos-
itory, we focused on the NLP tasks and outlined the way we tackled them in
order to better explain the internals of the developed modules.

Although KazNLP is a unique and holistic tool oriented for Kazakh language,
we understand there is a considerable amount of work necessary to make it
mature and widely used in research and industry. Therefore, as a future work,
we plan to improve documentation, usability and performance of the modules
as well as implement the latest methods and algorithms in the field of natural
language processing.

Acknowledgments. Supported by Ministry of Education and Science of the Republic
of Kazakhstan under the grants No. AP05134272 and No. AP08053085.
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PACIIOBHABAHUE NUMEHOBAHHBIX OBBEKTOB [JJIdd KASAXCKOTI'O
A3BIKA

Pacnosnasanne nmenosaHubx 00bekToB (NER) cunraercs oHoil n3 BaskHBIX 3a/a41 06paboTKu
ecrecreennoro s3bika (NLP). D10 crnocob pacnosnaBannsi 00BbEKTOB PEAIBHOIO MHPA, TAKHX
Kak reorpaduaeckoe MOJI0KeHne, UMs UeJ0BeKa, OPraHn3alist U T. J., KOTOPBIC BCTPETAIOTCS B
npegnoxkennn. CymecTByeT HeCKOILKO HOIXOI0B, OCHOBAHHLIX Ha CO3JAHHBIX BPYTHYIO IPABILIAX
rpaMMaTHKH I CTATHCTHIECKIX MOJIENIsIX, TAKHX KaK MAIIMHHOe 00yueHHe u TUOPU/HbIE MeTO/b,
JIUTsE PEIeHHst 33141 PACIO3HABAHNS NMEHOBAHHBIX 00bekToB. Iless janHoii paGoTsl cocTonT B
TOM, 9ITOOBI TTOIKCIEPHMEHTHPOBATE € METOJAMH, OCHOBAHHBIMH HA CTATHCTHYECKOM IIOJXOJE H
Ha MAIIMHHOM O0ydeHHe, W HPOBEPHTHb KAK OHU CIPABJISIIOTCS C ArTVIFOTHHATHBHBIM Ka3aXCKUM
A3bIKOM. B jiaHHOii pabore NpejCTaBIeHo pACIoO3HABAHUE NMEHOBAHHBIX OOBEKTOB HA OCHOBE
MOJXO0/Ia MAIIMHHOIO 00yYeHNs!, HA3hIBAEMOro ycIoBHBIM ciydaiinbiv nosem (CRF), kak cratn-
cTuaeckuii MeToz. A TakzKe Mbl HCIOJIB3YeM MHOPHIHBIH [10/1X01, COUETAIONINI JIBYHAIIPABIEHHY O
MOJIesIb HeffpoHHOI cern ¢ josroit kparkocpounoii namsiteio (LSTM) u mozens CRE. Do
COBPEMEHHBIN II0/IX0J] K PACIHO3HABAHMIO HMMEHOBAHHBIX OOBEKTOB. MOzeab ¢ NEpPEeKPecTHBIM
MPOBEPEHHBIM PAHJIOMI3HPOBAHHBIM TTOMCKOM TNOKasbiBaeT onenky f1 ¢ 0,95. T'ubpuanas Moens
LSTM-CRF noxaseisaer onenky fl ¢ 0,88. Pesynbrarsl BBINISIHT JOBOJLHO XOPOLIO, I 9TO HE
Tpebyer Kakux-160 ocobennocreil paspaborku no cpasaenuio ¢ Mogensio CRF. [lns nposenenns
9KCrepuMenToB, Obu1 cosuan kopiyc (kazNER) gas sazaun NER ¢ TakuMmm MeTKaMmi, Kak HMsi
4eJIOBEKA, MECTOIOJIOKeHHe, opranusamust n jpyrue. Kopmyce cocront n3 29629 npeiyioxkenmii,
KOTOpBIE COZIEpPZKAT XOTsI ObI OJHO COOCTBEHHOE CyMIECTBHTEILHOE, COIEPIKAINee TOJBKO Teru
HaCTH PedH.

Kirouessle cioBa: pacnosHaBaHne MMEHOBaAHHBIX O6’b€KTOB<, MO/ieJIb C YCJIOBHBIM C.le‘lal‘;IHbIM
noJjieM, HeﬁpOHHaﬂ CceThb C ,HOJII‘OI‘;I KpaTKOCpO‘IHOI‘;I naM#ATbIO, BEKTOpHOE IIpeJ/icTaB/IeH’e CJI0B

7K. M. Koxupbaes®, 2K.A. Ecenbaes

"National Laboratory Astana" »xexe mekemeci, Hyp-Cynran k., Kasaxcram
*e-mail: zhanibekkm@gmail.com
Kaszak risingeri >kajikpl ecimaepai rany

ZKanker ecimzepai tany (NER) raburu tingi engeyain (NLP) Masbispl TancsipyaiapbiHbiy, 6ipi
Goutbinl canasazpl. Byi ceitiemze keszecerin reorpadusuIbK aTaysiapibl, aJaMHBIH eCiMIepHH,
VIlBIMHBIH aTTapblH kKoHe T.0. CHAKTBI HAKTbl JKAJIKbl eciMjepiai Tamy/biH, Tocimi. Kosmven
JKAcaJIPaH PAMMATHKAJIBIK eperkesiep MEeH CTATHCTUKAJBIK MOJe/b/epre HerizjesreH GipHerie
Tocliep Gap, MbICAJbL, XKAIKbl eCIMIEp/l TaHy Moce/eciH IIelnyje MallHHAJBIK YilpeTy KoHe
ruOPHATIK djicTep. Byul KyMBICTBIH MAKCATHI - CTATHCTHKAJIBIK TOCLI MEH MAIINHAJBIK OKBITYTFa
Heri3jie/ren o/icTepMen Toxkipube Kacay YKoHe OJIap/IbIH arrIOTHHATHBTI Ka3akK TigiMeH Kasaii
ZKYMBIC YKacalThIH/BIFBIH Tekcepy. Byur skymbicra maprrer Kesjeiicok epicke (CRF) nerizuenren

© 2020 Al-Farabi Kazakh National University
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CTATUCTUKAJIBIK TOCIIMEH Ka3ak TLIHIH JKalKbl eciMiepiH TaHy yCbIHbUIFaH. Bi3 coHpaii-ak exi
GareITThl y3aK KpicKa Mep3ivi xagpr (LSTM) nerisinzgeri neiiponpik e xxone CRF mozeniven
Oipikriperin rubpuaTiK oicTi KosanaMbl3. Byur sKasKel HbICAHIAP/bI TAHY/IbIH Ka3ipri 3aMaHrbl
rocim. Kpocc-pacramran panmommsanusutanran i3aey mozem 0,95 fl1 xepcerkiminze Tokraca,
LSTM-CRF rubpuari mozeni 0,88 f1 xepcereni. Hormkenep ere xxaxcwnr kopineai »xone CRF
MOJICJIMEH CAJIBICTBIPFAHJIA eIIKaHIail Ju3aiin epekmesnikrepin Kazker erneiiai. Toxipubenep
yuin NER ranceipmacsia agaMubiy ecimi, reorpadusiIblk arayiap, VilbIM aTayiapbl rKoHe
Hackasap cusiKTbl Gesrinepi 6ap kopuyc (kazNER) kypouyst. Kopiye 29629 ceitnemuen Typaspi,
OJIap/IbIH, OPKAIICHICHIH/IA KeM Jieren/ie 0ip Kajkpl ecim Oap.

TyiliH ce3aep: KajKbl eciMiep/l TaHy; MapTThl Ke3JeHCOK epic Mojes; y3aK KbICKa Mep3iMil
2KJIBI; CO3JICP/IIH BEKTOPJIBIK, KOpiHici

Z.M. Kozhirbayev*, Z.A. Yessenbayev
Private Institution "National Laboratory Astana Nur-Sultan, Kazakhstan
*e-mail: zhanibekkm@gmail.com
Named entity recognition for the Kazakh language

Named Entity Recognition (NER) is considered one of the important tasks of natural language
processing (NLP). This is a way of recognizing real world objects, such as geographical location,
person’s name, organization, etc., that are found in a sentence. There are several approaches
based on manually created grammar rules and statistical models, such as machine learning and
hybrid methods, to solve the problem of recognizing named entities. The aim of this work is
to experiment with methods based on statistical approach and machine learning, and to check
how they deal with agglutinative Kazakh language. This paper presents the recognition of
named objects based on a machine learning approach called conditional random field (CRF) as a
statistical method. We also use a hybrid approach combining a bidirectional neural network model
with long-term short-term memory (LSTM) and a CRF model. This is a modern approach to the
recognition of named objects. The cross-validated randomized search model shows an fl score
of 0.95. The hybrid LSTM-CRF model shows an f1 score of 0.88. The results look pretty good
and it doesn’t require any design specifics compared to the CRF model. For the experiments, a
corpus (kazNER) was created for the NER task with such marks as a person’s name, location,
organization and others. The corpus consists of 29,629 sentences that contain at least one proper
noun containing only part of speech tags.

Key words: named entity recognition; conditional random field; long-term short-term memory;
word embeddings

1 BBenenue

3a mnocsiejiHee JecsTUIIeTIe OMPOMHBIIT IPOrpece ObLI JIOCTUTHYT B 0Os1acTi 00paboTKi ecre-
CTBEHHOT'O sI3bIKA C TIOSIBJIEHHEM II0JIXOJ0B MAIIMHHOTO OOYYEHHs i JIOCTYITHOCTH BBIYICIIH-
TeJIbHBIX PECyPCOB Il XpaHeHust 1 00pabOTKI OIPOMHOrO KOJIMYECTBA JaHHBIX. Ecii 601b-
IIUHCTBO HECTPYKTYPUPOBAHHBIX TEKCTOBBIX JAHHBIX, JOCTYIIHBIX He TOJIBKO 3 TPaJUINOH-
HBIX CPEJICTB MacCcOBOil MH(MOPMAIINH, HO 1 U3 COIUAJIBHBIX CeTeil, MOKHO CTPYKTYPUPOBATH,
9TO Jasl Obl BO3MOZXKHOCTH HOJIYIUTh OOraThle 3HAHUs U3 COOPAHHBIX JAaHHBIX. V3BIedeHne
UMEHOBAHHBIX OOBEKTOB COCTABJISIET OCHOBHYIO 3aJady JIJIsl [PEIOCTABICHUS BAYKHOW WH-
dopmarun 13 MoLyCTPYKTYPUPOBAHHBIX U HECTPYKTYPUPOBAHHBIX TEKCTOBBIX HCTOYHHKOB.
B sroit pabore Oy/er mpeicTaBieHo OJHO M3 M3BECTHBIX DEIeHHil 3a/1a4n PACIO3HABAHUS
MMEHOBAHHBIX OO'bEKTOB JJIsi KA3aXCKOI'O #A3bIKA € IMPUMEHEHHEM YCJIOBHBIX CJIyYailHbIX 110-
steit (CRF). A tak»Kke Mbl HCIOJIBb30BaIIT THOPUJIHBLE [0/X0/1, COUETAIOIINI /1By HAIIDAB/ICHHY 10
moges LSTM u mogens CRE. TuOpuanblii o 1xo/1 IPUMEHSICS Ha BEKTOPHOM MPE/ICTaBIe-
nue cjioB. Jjist mpoBejieHnst 9KCIEPUMEHTOB OBLT MOCTPOCH KOPIYC € MECTOHAXOXKJICHUEM,
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opralm3auueﬂ, uMeHaMu 1 Jipyrue. Takas 3a/1a"a OﬁyCJIOBJIelIa [eJIgMu IIpoeKTa 110 pa3pa-
6oTKe HUHCTPYMEHTOB 06pa6o*1*1<14 TEeKCTa Ha Ka3aXCKOM /A3BbIKe, JaCTbI0 KOTOPOT'O ABJIACTCH
Hacrodad pa60'1‘a. Her comuenuii B TOM, YTO B IIO/IXO/Ie¢ HET HOBU3HbI, HO 3TO HE OBLIO
11eJIbIO. L[eJII) COCTOUT B TOM, 4T0ObI ITO3KCIIEPUMEHTHPOBATL C MeTO/laMi, OCHOBaAaHHBIMHI Ha
CTaTUCTUYIECKOM I10/IX0/Ie 1 Ha MalllMHHOM OGy’{eHI/IG‘ 1 IIPOBEPUTH KaK OHU CIIPaBJ/IAIOTCA C
arrJrOTUHATUBHBIM Ka3aXCKHUM A3BIKOM.

2 0630p auTeparTypbl

HUcropus 3agaan NER madunaercs ¢ Sixth Conference on Message Understanding (MUC-6)
B 1996 romy [9], rae 3azadm Gbum cocpesoTOMEHBl Ha W3BsedeHnn nHopmanun. B nponec-
ce TI0OCTAHOBKHU TIeJIeil 9TO BBINVISIENI0 KaK OTJe/bHas 3a/ada IPH U3BJIeYeHHH 00beKTOB 13
JIOKYMeHTOB. UT00bl OlpeiesinTh 00beKT, ObLI BBEJIEH TEPMUH «UMEHOBAHHAS CYIIHOCTbY, I
3aj1a4a ObljIa HA3BaHA KAK PACIIO3HABAHNE NMEHOBAHHOI cyIiHOCTH. [Ipe by ee ncciemoba-
HUE 110 U3BJIeYeHHI0 NH(DOPMAIUI 13 HECTPYKTYPHPOBAHHBIX TEKCTOB IIPOBOJNIIOCH C TIEJIbIO
orpe/ieIeHnsT 3HAYUMOCTH «e/[IHII] HH(MOPMAIINIT», TAKIX KakK MMeHa JIF/Ieil, OpraHu3aliuii,
MECTOIOJIOKEHHT U YHC/IOBBIE BBIDAYKEHUS, TaKNe KaK BPEMs, JlaTa, JICHbIU ¥ IIPOIEHTHbIE
Boipazkernst. CymiecrByer OOJIbIIOE KOJMIECTBO MCCIeA0BaHmil, IpoBeieHHbx 1o NER s
MHOI'HX JIDYTHX A3BIKOB. s Timareasaoro o63opa pador mo NER anrtaresnio pekomenyercs
obparuThest K HeJasHeMy 0030py [L0]. DTor pasjen orpannder KparkuM 0030pOM HCCIIE0-
pammii no NER s kasaxckoro s3pika |7, 8], B npeapiymeil pabote aBropbl yTBepzKIaior,
910 ux Mojeab Ha ocHoBe CRF u 0coGeHHOCTH, HOJ/IydeHHbIe 13 Pe3yJIbTaToB MOJX0/a MOD-
dosormaeckoro aamM3a, 3HAUNTEIHHO YIIyIIIAIOT TPOU3BOUTEILHOCTD crcTeMbl ¢ 69,91

3 Meromonorusi

B sTom pasjeste npejcraBien KpaTkiii 0030p METO/I0B, KOTOPbIE ObLIN IPUMEHEHDI K CO3/IaH-
HOMY Kopirycy B 910ii 3ajade. CRF u LSTM 6buin BEIOpaHbl B KA4eCTBE OCHOBHOTO MOJIXOJIA
IS OIIPEJIeJIeHIs] IMEHOBAHHBIX 00'beKTOB, IIPEJICTABICHHBIX B IpejiozkeHnn. TeM He MeHee,
JIpyrue MeTO/Ibl MAIIMHHOIO 00YUYeHHs TAKyKe UCIOJIb3YIOTCs JIjIs CDABHEHUS Pe3YyJIbTaATOB I
JIEMOHCTPAIINH BJIHSHEST BBIOOPA IIPH3HAKOB.

3.1 Cuaywuaiinsriii ec (Random Forest)

[Tockonbky 3azaua NER pacemarpusaercst Kak mpocras 3a/1ada KiaacCupUKAI, IPEBOBH/I-
nast Moziesib Random Forest (RF) Gyzer npejcrasiena ¢ HCIoOIb30BaHNEM MIPOCTON KapTbl
00beKTOB. BbIIo /10Ka3aH0, UT0 HPOCTBIE PEBOBHHLIE MO JIEMOHCTPUPYIOT 3HAUUTEIb-
HYIO [POM3BOUTEILHOCTD B 3a/adax Kiaccudukarmu. RF-kiaccudukarop, oxua u3 caMbix
TOYHBIX J[PEBOBUJIHLIX MOJIEJICH, MOZKET BBLY IUTh OCHOBHBIE [IPABIIIA, [0 KOTOPBIM IIOMEYAIOT-
cs1 TepMUHBL. BpIO0p MPaBmIIbHBIX IPU3HAKOB HIPACT BAYKHYIO POJIb B IPOH3BOANTEILHOCTI
cucremsl [1].

3.2 HawusHblil 6aitecoBcKuil KiiacCcudUKaTOP /Jisi IIOJIMHOMUAJIBHBIX MOJieJieit

Hausnblit Gaiiecosckuit (NB) nojxos Bececroponne npumensiercst K 3ajadam NLP. Dtor wve-
TOJ| OCHOBAH Ha IIPUHIIUIIE MAKCHMAJILHOIT arlocTepropHoit BepogrHocTn. [ljist Kiaccuummpo-




image30.jpeg
60 7K. M. Koxnp6aes, ZK.A. Ecenbaen

BAHHOIO 00'HEKTA BBITHC/IAIOTCS (;})yHKLI;MH IlpaBLl,OI'lO).LOﬁHH KazK/IOr0 U3 Ha3BaHHbIX KJIaCcCOB
cyumocreﬁ, 1 U3 HUX BBIMUC/IAIOTCA alloCTePpUOPHbIE BEPOATHOCTH Ha3BaHHBIX KJIaCCOB CYIIIl-
nocreit. O6bexT IpUHAJUICZKUT K Ha3BaHHOMY KJaccCy, JijId KOTOPOT'o allocTepuopHas Bepo-
ATHOCTH MaKCHUMaJIbHa [5] Ecrp JBe U3BECTHbIC MOJIeJIN: MHOIO3Ha1HbIe MOJIeJIN 1 MHOIr'oOBa-
pUuaHTHbIE MOJIEJH Be])HyJI./[l/L Yrobb YHOpAJI0IUTH COOTBeTCTByiOU_U‘[ﬁ MMEHOBaHHBIN Kace
CylLLHOCTeﬁ n*x JJId HOBOI'O TE€pMHUHa W, OH BBIYMHUCJIACT:

3.3 VYcaosnoe cayuaiinoe nosae (CRF)

VeaoBHBIE CITyHaiinble T0JIs, SABJISIONNECs JICKPUMIHAIIMOHHON BEPOSTHOCTHON MO/IE/IBIO,
Jaire BCero UCHOJIb3YIOTCs JIJIs PEelleHnst IIPoOJIeM MeYeHHsl I CerMEeHTAIINH T10C/1e/I0BATe b
nocreii |2]. ITockonbky CRF siBisteTcst KOHTPOIIPYEMBIM aJNOPUTMOM MAIIMHHOTO 00y YeHus,
JIst ero o6yuenus Tpebyercst o6ydarorast BbIOOpKa jgoctaTodsoro pasmepa. CREF moxer yau-
ThiBaTh KoHTeKeT; Hanpumep, CRF ¢ JmHeiiHOIl 11e1bio MOXKeT HpPejICKa3blBaTh II0CIIeI0Ba-
TeJILHOCTI METOK JIJIsl [OCIe0BATEIbHOCTEIl BXOHBIX JIAHHBIX, B TO BPeMsl KaK JIMCKPETHBIIT
KJIaccuUKaTOp Ipe/ICKa3blBAeT METKH TOJIBKO Il OJ(HOW BeIGOpKHU. IIpuBejeHHas HIzKe
dbopmyna npegaasnadena st CRF,| e y - BeixojHas nepeMenHas, a X - BXOJHAsL IOCJIE/10-
BATEJIbHOCTh:

1
Z(X)

PYIX,\) = exp > NFX iy, 0i) (2)
i=1 j

[Tocsie1oBaTEILHOCTD BBIXOJHBIX BBLIGOPOK MOJIEAUPYETCA KaK HOPMAIN30BAHHOE [IPOU3-
Bejienne byHKIMI DyHKIUI.

3.4 Heliponnas ceTb ¢ J0aroii Kparkocpo4soii namsareo (LSTM)

Eme ojgaa BazkHasi crpaTerusi MOCTPOEHUSI BBICOKOIPOU3BOAUTE/ILHOIO MeToja IybOKOro
00yUeHNsT - 9TO IMOHUMAHHE TOTO, KAKOW THII HEPOHHOIT CETH JIyHIlle BCErO MOAXOINT JIJIst
pemenns npobiaempl NER, yunTeiBast, IT0 TEKCT HpEJCTaBisieT COOOM MMOCIeI0BATEIBHDIIT
dopmar nanubix. Ho we so6oit Tun LSTM crpasisiercs ¢ 91oit 3aadeii, Tak Kak HCIIOJIb-
3oBaHue crasgaprHoro LSTM jyist mporHo3upoBasus Oy/IeT YUUTBIBATE TOJBKO «IIPOILIYIO»
uH(MOPMAIIIO B HOCIEI0BATEIBHOCTH TeKCTa. HaM HY’KHO HCIOJIB30BATh JIBYHAIIPABJIEHHBIE
LSTM g NER, 10CKOJIBKY KOHTEKCT OXBATBIBAET HOCJIEI0BATEIbHBIE U OYIylie MeTKI
B nocseioBarenbaoctu. JIpynanpasienusiii LSTM npejcrasisier coboii KOMOMHAIINIO JBYX
LSTM: oaun JABUZKETCs BIEpe «CIIpaBa HaJeBO», a JAPYyroi - Ha3aj «ciesa Hapaso» [11].

3.5 T'ubpuasbiit noaxoxn (LSTM-CRF)

Jana BXoAHAs MOCIEI0BATEILHOCTD & = (1, ..., T ), TO €CTH CIIOBA [IPEJJIOKECHUS I TIOCJIe-
JIOBATEJILHOCTh COCTOSIHUIT BbIBOJA § = (S1, ..., Sp), TO €CTh TEI'M UMEHOBaHHOIO oObekra. B
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YCJIOBHBIX C.]Iy'-laﬁ}lblx IIOJIAX MBI CMO/IEJIMPOBaJId YCJIOBHYIO BEPOATHOCTL TOI'O, ITO BBLIXOJI-
Hagl 110CJIe/I0BATe/IbHOCTD COCTOAHUI JlaeT BXO/THYIO 110CJI€ZI0BATE/IbHOCTD!:

P15 s S| W15 ey ) (3)

MbI cjies1aimn 9To My TeM OIpe/IesIeHIs KapThl 00bEeKTOB, KOTOpas 0ToOpaykaeT BCIO BXOJI-
HYIO [IOCJIEOBATEILHOCTE & B HApe € IOTHOM MOCIe 0BATEIbHOCTHIO COCTOSHAN § B HEKOTO-
PBIif BEKTOP MPOCTPAHCTBEHHBIX 00BLEKTOB (-H3MEPCHUST:

O(zy, . sm) C R? (4)

T 515 -

Tor1a MBI MOKEM MOJICIMPOBATL BEPOSTHOCTD B BHJIE JIOT-JIIHEITHON MOJE/IN C BEKTOPOM
mapamerpos w C RY kax:

exp(w - ®(x, 5))
2y exp(w- (z,5)))’

’
rae, S OXBaTbIBae€T BCE BO3MOXKHBIC BBIXOJHBIC ITOC/IEI0BATEJIbHOCTH. Maer mozkem pac-

®)

p(s|z;w)

cMaTpuBaTh Bbipaxkenue w - P(x,s) = scoreqr(,s)) Kak OLEHKY TOrO, HACKOJIBKO XOPOIIO
TI0CIIE/IOBATEIHLHOCTD COCTOAHII COOTBETCTBYET JAHHOI BXO/IHOIT ocseoBarebroctn. ies
COCTOHT B TOM, ITOOBI 3aMEHUTH (DYHKITHIO JITHEHON OIEHKN HEJIMHETHON HeIIPOHHOIT ceThIO.
Mzt omnpesiesisiem score Kax:

SCOT€lstm—crf (T, 8) = Z W 1,60 - LSTM(x); + bs,_, s, (6)

i=0

e Wy, | s, 1 b - BECOBOIT BEKTOD 1 CMeIIeHNe, COOTBETCTBYIOMINE IIEPEXOLy OT S;—1 K Si,
coorBercTBenHo. OYHKIUN ONEHKH TaKyKe HazblBaloTest textit norenmuanbubie Gy, [To-
cJ1e TIOCTPOeHNst 3T (DYHKIMU ONEHKU MbI MOZKEM OITHMU3HPOBATH YCJIOBHYIO BEPOSITHOCTD
p(s|z; W, b), kak B o6eranom CRF, u pacupocrpassaTs ee o6patHo depes cerh [12].

4 VcToYHUMK JaHHBIX

Habop janubix cobpan u3z kopiyca kazdet: NLA-NU Kaszaxckuii 6aHK JiepeBbeB 3aBHCHMO-
creii [3], KOTOPBIT aHHOTHPOBAH JJIst JIEMMBI, YaCTH pedn, Mopdogornn 1 OTHOIICHHIT 3a-
BucumocTi B coorsercrBun ¢ Universal Dependency 2 u xpanurca B dopmare UD-native
CoNLL-U format. ITo cocrosinmio na jexabpnb 2018 roja 6ank cojepzxur 61 Toic. mpeio-
enuit 1 934,7 ThIC. TOKEHOB. DTO JIOBOJILHO GOJILIIOI KOPILYC € MHOKECTBOM AHHOTAIMIL.
Ouaxo JyIst 3a/1a9u paclo3HaBais UMEHOBAHHBIX cyliHocTeil ner annoramuii. 113 kazdet
Kop1iyca 6b1710 n3siedeno 29629 npeioyKennii, KoTopble CojiepzKaT X0Ts Obl 0JIHO COOCTBEHHOE
CYIIECTBHTEIBHOE, COJEprKallee TOILKO Tern dacti pedn. 1locse Toro 6bl1 co3/1aH KOPIyc
(kazNER) s 3agaun NER. ITockosnky Tern IOB crasum cranjapribiv crocoboM mpe/cras-
Jilernst crpykTyp dparmentos B (daiiiax, kopiyc kazNER 6yzer B stom dhopmare. Popmar
reros IOB cojiepkuT Tern Buja:
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e B-TAG _TYPFE — jyis cjioBa B HaYaJILHOM OTDE3KE;
e [-TAG_TY PE — jjst c/IoB BHYTPH OTPe3Ka;

e O — BHe /11060r0 OTPE3KA.

Tern IOB pajiee noJpas3/ie/isiorcs Ha CJIeJLyIole KIacChl:
e LOC = Mecronojoxenne o0beKTa;

e ORG = Oprammsamust;

e PER — lwms uesoBexa;

e OTH = sobasi Jipyrasi nMeHOBaHHAs CYIIHOCTb, HAIIDHMeD HMMs [HTOMIA, Ha3BaHUe
KHUTH U T. JI.

Ha pucynke | nokasano pacupejiesenne cjios 1o teram ¢ Terom O (BHe s11060ro dbparmen-
Ta) u 6e3 Hero.

25000

400000 20000
300000 15000
200000 10000
100000 5000
o I —-— — 0 - . =

count
count

g ° & 8 4 £ 8 £ ¢ g E 8 £ § 8 £ g
g 54 5 % 3 8 @ ¢ & 2 5 & 3 ¥ 8
Tag Tag
Pucynok 1 —  Pacupejesnenue c/ios o teram ¢ (ciesa) u 6e3 (cupasa) tera O

5 DKCIIepuMEHTbI U 00CYK/IeHUS

st Toro arobbl HCHOJIB30BATH METOJIbl, YHOMsHYThle B pasjene “Merogosorus”, HE0OX0-
JIIMO IPEJOCTaBUTh HAOOD MPH3HAKOB [T IIPABUJIBHOIO PACIO3HABAHHUS TeroB. [I0CKOIbKY
kiaccudukaropel RF n NB He y4nThIBAlOT KOHTEKCT, IPUMEPHBI HAGOP HPU3HAKOB, TAKOIT
KaK I[IPOIICHBIe OYKBBI, THII CJI0BA (3ar0/I0BOK, CTPOKa, Iudpa), JUIMHa CJI0Ba, CUMBOJIbL aJl-
dasura, Oyzer npejcrasiieH jyis noctpoernst stux Mogeseit. Oqrako mero CRE yunrsiBaer
kontekct. Sklearn-crfsuite [6] nossosster nsBIeKaTH OCOGEHHOCTH CJI0BA B BHJIE CJIOBAP, IO~
TOBOI'O JJIs UCIIOJIB30BAHISA C MO/IC/IBIO:

e Texyiue cjioBa;

o [Ipejpytymiue cioBa,;
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o Culejtyiomye cJioBa;
e Texymue POS-tern;

e [Ipeapyymuii u coeyiomuii POS-rern.

T'pynna Stanford NLP npumennia stu npusaaku npn ncnosb3osaann CRF s 3amaqmn
NER |[!]. Ilpusnaxu, takue Kak IpoIicHast OyKBa, HIZKHsAS OyKBa, udpa Obln H3BJIedeHb!
JUISL TEKYIIEro, IPeJIbIIYIIero i CJeYIOmero ¢jioBa. B J0noaHeHne K PEKOMEH/I0BAHHbIM, B
Habop ObLin J106aBJIeHbI IPH3HAKH, Takne Kak istitle, iscamelcase, isabbv, has hyphen. Mo-
sens CRF ucnonssyer anmropurm LGBFS (rpajneHTHBL CIyCcK ¢ HCHOJIB30BAHHEM METO/a
L-BFGS) ¢ ynopsiouennroii ynpyroii cerkoii (C1 + C2). Bnauennst yupyroii cerkn pery/sipu-
3aIUU MOYKHO HACTPOUTH, 9TOOBI IIPOBEPUTDH MX BJIMSHIE HA POU3BOAUTE/ILHOCTE. CHadaa
HavasbHble 3HadeHns Obun BoiOpanbl Kak C1 = 0,1 u C2 = 0,1 g mogesn CRF (CRF1).
Barem napamerpsl Hactpansasch kKak C1 = 10 u C2 = 0.1 (CRF2). B tperbem sKcuepu-
merte (CRE3) ncnosnb3oBasics nepekpecTHblil pangoMusuposassblii nonck (Randomized CV
Search), koTopslit pejcTaB/sier coGOil NCUEPIBIBAIOIIIIT IIOMCK 0 CeTKe BCeX KOMOMHAIMIT
napaMeTposB.

B rubpujnonm nojxose, coderaomuii gsynatpasientyio mozesnsb LSTM u mozens CRE,
MBI CONOCTAB/ISIEM HIPEJJIOKEHHS C OC/IE/[0BATEILHOCTHIO YHCEJI, & 3aTeM JIONOJIHeM I10CIe-
JioBaresibHOCTE. ObpaTuTe BHUMAaHHE, YTO Mbl YBEJIHYH/IN HHJEKC CJIOB Ha €J[IMHHILY, ITO0bI
HCIHOJIB30BATH HOJIb B KadecTBe 3HAYEHH: 3aIlOJIHEHHs. DTO CJIEIaHO MOTOMY, YTO MBI XO-
TUM HCIHOJIB30BATH IapaMeTp mask zero cjiost BHeJPeHUs, 4T0Obl HI'HOPHPOBATH BXOJIHBIE
JIaHHBIE CO 3Ha4YeHneM HoJib. Mojiesis o0ydaeTcs ¢ HCHOIb30BAHMEM AJIropHTMa 00pPaTHOIO
pacupocTpanenust. OnTHMu3aIs apaMeTpoB BBIIOJIHAETC ¢ HOMOIIbIO rmsprop. I'uiep-
HapaMeTpbl BHIOMPAIOTCsT HA OCHOBE [IPOM3BO/ITEIBHOCTH HAOOPa JIAHHBIX Pa3pabOTKH.

Merpuka fl-niokazaresist GyjeT UCHOIB30BATHCS JIJIsE OIEHKH IIPOM3BOJINTEIBHOCTH MOJIe-
JIU, HOCKOJIBKY TOYHOCTH He sIBJISIETCsT XOPOIIei MeTpUKoii Jjisi HecOaraHCHPOBaHHOTO Habopa
narabix kazZNER.

Tabauuma 1 —  fl-nokasaress Ha TecropoMm Habope mojeneit NB, RFC u CRF

Mo- |B- |IL B- |L B- | L B- |I- (?fgff‘“ geﬁ;ffp(‘)”,‘,
nemn | PER | PER | LOC | LOC | ORG | ORG | OTH | OTH )

MEeTKOU | MEeTKHU
NB | 0.9 |000 |0.00 |0.00 |000 |000 |0.00 |0.00 |08L 0.06
RFC | 040 | 000 |04l | 054 | 045 | 000 |0.18 [0.02 |0.89 0.32
CRF1 | 097 | 097 |0.96 | 000 | 080 |0.60 |0.70 |0.60 | 0.99 0.02
CRF2 [ 0900 | 092 | 089 |085 |072 |050 |047 |0.34 | 098 0.85
CRF3 003 | 098 |008 |002 | 087 |08L |082 |076 |0.99 0.95

Tabmuna 1 nokassiBaer, uro mogesn NB u RE paborann joBosbHO 10xo. 3Hademmst
f1- nokasaress GosblIMHCTBA KjaccoB Oblii pasHbl 0. IIpuannoil 9TOrO SIBJISIETCS OTCYT-
CTBHE HEOOXOJMMBIX MPU3HAKOB JIIsi IPUHSITHs COOTBETCTBYOMUX peneduii. Kpome toro,
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Ta6smua 2~ Ilokasaresu na Tecrosom zabope rubpuiHoit mogeseii LSTM-CRF

Merku Tounocts | ITomaora | Fl-nokasarein
ORG 0.73 0.73 0.73
PER 0.90 0.93 0.91
LOC 0.92 0.94 0.93
RES 0.58 0.69 0.63
Cpenanee | 0.86 0.89 0.88

obe MOJIe/I He yUNTHIBAIOT KOHTEKCT H IPOCTO 3allOMHHAIOT CJI0BA M TErH, KOTOPBIX HEJI0-
CTATOYHO JIJISl TOUYHOIO pacio3HaBannsgd. 110 cpaBHEHNIO ¢ JIMCKPETHBIME KJIacCH(hDUKATOPAMIL,
kiaaccudukarop CRF mokaseiBaer ormmdHble pesyiabrarsl. [locie onTuMusanmm BIIHO, 9TO
Gostee HU3KNe 3HAYeHns perysspusaiuu yupyroit cetu (C1 4 C2) npusogsar k Hamrydimeit
IPOU3BOIUTEILHOCTH Mojesn - ocobenno g Cl. Mojiesib ¢ epeKpecTHBIM [TPOBEPEHHBIM
PAHJIOMI3UPOBAHHBIM TIOMCKOM MOKa3blBaeT HpuindHyio onenky fl ¢ 0,95 B mesom Ge3 rera
<<O>>4

Ha Tabsmne 2 npusejieHbl pe3yabraTsl sKcepuMenta #a rudpuaHoii mojgean LSTM-CRE.
Pesyaprars! BBIIVIS/INT JIOBOJILHO XOPOIIO, I 9TO He TpedyeT Kakux-Imbo ocobeHHOCTel pas-
paborku 1o cpasrennto ¢ Mojesbio CRF. TIpenvymecrso CRF 3zech He ovenb 3amerHa, HO
ecym 661 y Hac OBLT HAOOD JAHHBIX ¢ HoJlee CI0KHBIMI HMEHOBAHHBIMU 00'LEKTAMIL, 9TO OLLIO
OBl HE3YCJIOBHO XOPOIIIM PE3Y/ILTATOM.

6 3akioueHue

B sannoit pabore npejcrasiena Mozesab NER Ha ocHOBE CTaTHCTHIECKOrO HO/IXO0/a 1 MAIIHH-
HOIO 00yUeH sl JIJTsl Ka3aXCKOro A3bIKa. HeeMoTpst Ha TO, 9TO IIPOBEIEHHBIE IKCIIEPUMEHTBI 110~
Ka3bIBAIOT 3HAUNTEJILHYIO IPOU3BO[HTEIBLHOCTE, MOJIE/Ib MOKET PA3BIUBATLCS O PA3JIMIHBIM
HanpasiennsaM. B Oyayiem sra pabora Oyjer yiydiieHa 3a cuerT U3yUeHHs HOBLIX [PH3HA-
KOB, KOTODBIE BJIIMSIOT Ha paciio3nasanne oo0bekros. Habop pannpix kazZNER 6yjer jgonosmen
HOBBLIMH IIPE/[IOZKEHU M.

Tak kax NER paboraer ¢ GOJIbIIIM KOPILYyCOM, HEHPOHHDIE ceTH OueHb 3(DMEKTHBHLI B
HONCKE MMEHOBAHHBIX 0OBEKTOB B JIAHHBIX, YTOOBI 06CIIEINTH IIPEBOCXO/HYIO Mozess NER.
Vcnosib3oBanne COBpEMEHHBIX METOJI0B, TaKnX Kak coveranue neiiponnoii cern LSTM u CRF,
[POCT U YACTO JIA€T XOPOIIIE Pe3y/ILTATbI, €CTh HEKOTOPBIE HOTEHINAIbHBIE HeoCTaTKI | 13].
Ecimm MBI He BIJIEJH CJIOBO BO BPEMsl HPEBLIMHCICHIS, MBI JIOJIKHBI 3aKOJUPOBATL €ro Kak
HEU3BECTHOE U BBIBECTH €r0 3HAYCHUE U3 OKPYIKAIONX ero cjioB. Jacro csoBo postix mam
prefix cogepzkut Muoro uudopmManun o 3uadeHnn ciosa. Venons3osanne 1ol nndopmMamn
OYEHDb BasKHO, €CJIH BbI IMEETe JICJI0 C TEKCTaMU, KOTOPBIE COJIEPZKAT MHOIO PEJIKUX CJIOB, H BbI
OKHJ[aeTe MHOTO HEM3BECTHBIX CJIOB BO BpeMs BbiBOJa. [lyis Kojuposamus undopMarmi Ha
YPOBHE CHMBOJIOB MbI Oy/IeM HCIOJIB30BaTh BjoxKeHus cnMBosioB n LSTM jyis koxuposamus
KazKJIOr0 CJI0Ba B BEeKTOP. MBI MOXkKeM HCIOJIBL30BaTh HPAKTHIECKH BCE, UTO CO3/AeT OJIUH
BEKTOD /ISl [IOCIIE/I0BATEILHOCTH CHMBOJIOB, [PEJICTABIIAIONINX CJIOBO.
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7 BaaromapHocTn

Dra pabora nmpoBoIack B pamkax rpantos N2AP05134272 u N2AP08053085, dbunancupy-
embix Munncrepersom obpasosanus n Hayku Pecrybsmkn Kaszaxcramn.
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Facilitating Autonomous Vehicle Research and Development Using
Robot Simulators on the Example of a KAMAZ NEO Truck

Shyngyskhan Abilkassov, Anuar Nurlybayev, Sergey Soltan, Anton Kim,
Elizaveta Shpieva, Nurzhan Yesmagambet, Zhandos Yessenbayev and Almas Shintemirov

Abstract— With the widespread of research in the field of
autonomous vehicles the value and impact of various simu-
lators increase dramatically as they allow for quick and safe
experimentation with the design of a vehicle, environment and
driving scenarios. In this paper, the authors demonstrate how
autonomous vehicle research and development can be facilitated
by open-source robot simulators based on the experience gained
from a robotized KAMAZ NEO truck industrial project. In
particular, the Webots robot simulator was applied for 3D
reconstruction of the experimental test-site for vehicle motion
simulation and development of a web-based dashboard for
controlling and monitoring the autonomous vehicle both in the
simulation and the real-world.

I. INTRODUCTION

Specialized software simulators found wide application in
autonomous vehicle research due to their flexibility to model
realistic experimental scenarios for testing vehicle motion
planning algorithms. Example applications are simulation
of traffic in urban regions. Several simulators are being
developed for the needs of research such as SUMO (Sim-
ulation of Urban Mobility), the open-source simulator for
designing communications between platoons of autonomous
vehicles [1]. Another example is AORTA (Approximately
Orchestrated Routing and Transportation Analyzer) simula-
tor - a traffic simulator with continuous simulation, where
autonomous vehicles analyse roads every time-step for traf-
fic jams, intersections to follow the shortest route to goal
[2]. The SiVIC (Simulation for Vehicle, Infrastructure, and
Sensors) was developed to be able to design a copilot for
maneuver-based trajectory planning [3]. Immersive vehicle
simulators such as the Stanford Driving Simulator can be
used to provide realistic interface to user and receive new
velocity and position correction. These simulators can be
used to imitate driver distraction emergency situations [4].
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Fig. 1.
vehicle.

Experimental KAMAZ NEO 5490 truck redesigned to a robotized

In addition to wide applications in robotics research, open-
source mobile robotics simulation software platforms such as
Webots [5] have high potential for facilitating autonomous
vehicle research. In [6] and [7] the simulator was applied
for performance evaluation of vehicular platoons. This paper
presents a case study of application of the Webots simulation
software for facilitating an industrial project conducted at
Nazarbayev University in cooperation with VIST (ZYFRA
Group) company [8], the leading developer of self-driving
and remotely driven robotized cargo vehicles for mining
industry in Russia, focusing on collaborative development
of a robotized vehicle on the basis of a novel KAMAZ NEO
5490 truck chassis provided by KAMAZ [9], the largest
Russian truck manufacturer.

II. HARDWARE AND SOFTWARE PLATFORMS FOR THE
RoBOTIZED KAMAZ TRUCK PROJECT

Within the robotized KAMAZ research project tasks were
divided as follows: the VIST (ZYFRA Group) partners
retrofitted a test KAMAZ vehicle to drive autonomously by
equipping it with their patented autopilot hardware/software
system, thus, in fact, converting the truck into a mobile robot
platform, that can be remotely telecontrolled by a human
operator or move autonomously following a high-level mis-
sion planner (Fig. 1). For establishing a low-level control
of the vehicle, the VIST(ZYFRA Group) team adopted their
autonomous software models and algorithms from previous
projects in robotization of dump mining trucks such as algo-
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(a)

Fig. 2.

Fig. 3.

rithms for steering wheel control and modules of acceleration
and brake controls for specific types of trucks with different
physical models. Communication with KAMAZ vehicle’s
transmission and braking systems was easily set up via CAN
and LIN protocols. Due to the vehicle’s mechanical steering
system, a dedicated mechatronic motion control system for
the vehicle’s steering wheel was designed by the VIST
(ZYFRA Group) team engineers, for steering the vehicle
following digital commands. The most complicated part of
the project work was to design a hardware controller for the
vehicle’s acceleration control system due to its atypical PWM
signal format. Additional equipment for autonomous driving
such as navigation system, network system and set of sensors
were also supplied as part of the VIST (ZYFRA Group)
standard equipment kit. Moreover, a fully equipped remote
control center was installed so that a vehicle operator could
efficiently supervise autonomous driving of the robotized
KAMAZ truck during experimental testing.

In parallel, the NU project team was tasked to de-
velop software modules for vehicle autonomous motion
planning and trajectory following, and machine vision de-
tection and recognition of pedestrians, vehicles and road
signs. As part of the project the NU team proposed
to develop a 3D visualisation environment for simulation
and initial testing of the developed vehicle motion plan-
ning software module. More detailed information about

(b)

a) The project test site simulated in the Webots environment; b) A Webots truck model used for autonomous vehicle motion simulation.

a) Top view of the Webots simulated project test site; b) Top view of the artificially generated map for ROS-based vehicle motion planning.

the project developments with video demos is available
at the project web-page https://www.alaris.kz/
research/robotized-kamaz-truck/

The Robot Operating System (ROS) [10] was chosen as
a software platform for integrating developed modules with
the vehicle autopilot system based on the experience of the
project partner VIST (ZYFRA Group) [11]. ROS is a de-
facto standard software development platform for intelligent
robotics research due to its distributed and modular archi-
tecture allowing easy integration of custom control and data
processing algorithms.

As the work on retrofitting the test KAMAZ vehicle
started in parallel with the software module development,
we started the project with identifying an experimental test
site and creating its 3D simulation environment where the
truck model could be placed for simulation analysis of the
vehicle motion planning algorithms implemented in ROS. A
comparative analysis of the freely available for academic use
and ROS-compatible robot simulators including CoppeliaSim
(VREP), Gazebo and Webots revealed that the latter is the
most suitable option for quick utilization in the project.

Webots was initiated as a dedicated simulation software for
mobile robotics research [7]. From 2019 it became an open-
source platform for modeling experimental scenarios using
a variety of commercial robots and typical vehicle models
that can be equipped with virtual models of commercial
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proximity sensors, i.e. LIDARs, GPS, IMU and others. The
simulator provides graphical tools for modeling experimental
environment. It is interfaced to ROS through standard ROS
message passing mechanisms, i.e. topics and services, allow-
ing direct control of the Webots vehicle models from ROS
and receiving feedback data from the model sensors. This
facilitates fast deployment and realistic testing of custom
motion planning and sensor data processing algorithms,
implemented externally in ROS as they would be applied
on a real experimental robot.

III. SIMULATION OF THE AUTONOMOUS VEHICLE
MOTION

An outdoor open car parking site located within the
Nazarbayev University campus was chosen as the project test
site. Using the simulator’s graphical tools and engineering
blueprints of the parking space, its real-size 3D model was
created in Webots as demonstrated in Fig. 2(a). The Webots
truck vehicle model, shown in Fig. 2(b), was added to
the simulated environment. To replicate the real robotized
KAMAZ vehicle, a Velodyne VLP-16 LIDAR, IMU and GPS
sensor models were added to the Webots vehicle model. The
truck model was controlled from ROS through rosservice
commands sending linear velocity and wheel rotation angle
information and receiving vehicle’s current position and
orientation data from sensors.

Implementation of the vehicle motion trajectory planning
module in an a-priory known environment requires a 2D
occupancy map of the test site which reflects the road and
parking site borders and all possible internal stationary obsta-
cles. At the initial stage of the project it was decided to create
a 2D map of the Webots simulated test site using the ROS
gmapping package that implements the Rao-Blackwellized
particle filter based algorithm for robot simultaneous local-
ization and mapping (SLAM) [12]. The algorithm processed
the LIDAR point cloud sensor measurements artificially
generated and collected from the manually controlled truck
model across the test site in Webots. Figure 3 presents the
‘Webots simulated test site and its 2D occupancy map, where
black and white pixels represent obstacle and free spaces,
respectively, while grey pixels denote unexplored area. The
generated map was saved using the ROS map_server package
in the .pgm format for further use.

Due to short project duration it was ultimately agreed
to utilize the built-in ROS Navigation Stack packages for
vehicle trajectory planning and motion command generation.
Specifically, we employ the ROS move_base package to
apply A* global path planning algorithm [13] for vehicle
trajectory planning to a dynamically specified target location
within the test site. The Timed Elastic Band (TEB) planner
(implemented as ROS teb_local _planner package) is applied
for vehicle local trajectory planning and control command
generation taking into account the car-like robot kinematics
and dynamically detected obstacles [14]. Specifically, the al-
gorithm finds an optimal solution along the pregenerated A*
global trajectory, and creates the closest kinematically real-
istic local path as sequence of vehicle poses p; = (x;,vi,6;)” .

Fig. 4. Webots simulation of the truck motion in the test site.

Furthermore, the algorithm generates a corresponding set of
vehicle linear speed v; and steering angle control commands
within the predefined vehicle velocity and acceleration limits
and safe distances to obstacles [15].

Figure 4 presents a sequence of time shots of the Webots
simulation run demonstrating the truck motion generation
from a starting position in Fig. 4(a) towards its target position
in the middle of the test parking site as shown in Figs. 4(b)
and 4(c). The left column of each subfigure shows the truck
model moving inside the test site in the Webots simulator.
The right column presents ROS RViz visualization of the 2D
test site occupancy map with generated vehicle global (green)
and local (blue) trajectories. The global trajectory defined the
vehicle path from the vehicle start point to its target position.
The local trajectory of the truck is restricted by the size of
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the local costmap, i.e. the white area defining free space
and dynamically detected obstacles, e.g. parked cars, in the
vicinity of the truck. The detected obstacles are transformed
to red colored convex polygons by the TEB planner in the
local costmap, while the green rectangle denotes the truck
footprint as shown in Fig. 4.

1V. DESIGN OF A WEB-BASED VISUALIZATION
DASHBOARD

Direct interaction with ROS is not intuitive enough for
non-users, especially, in the context of real-world testing of
the autonomous vehicles software packages. As the robotized
vehicle completely controls its motion including steering
and speed controls, psychological comfort of the vehicle
passengers can be ensured by increasing their awareness on
vehicle actions through a suitable human-machine interface
(HMI) [16]. The minimal setup for such a HMI should
contain the vehicle’s current status, its intention for the
next action and navigation information as well as the basic
control buttons [17], [18]. Majority of the HMIs implemented
as dashboards for autonomous vehicles are patented and
released as proprietary commercial software built by vehicle
manufactures or third-parties like Tesla, Waymo, NVIDIA,
with very limited configuration options. Existing open-source
projects like Udacity Self-Driving Car [19] or OpenPilot [20]
are still in their infancy, designed for specific car platforms,
and would require additional customization.

As part of the industrial project we have developed a new
simplified dashboard for the robotized KAMAZ truck control
and state monitoring. The dashboard was implemented as a
web application similarly to [21] but using Flask and Vue. js
frameworks for the back- and front-end development, respec-
tively. The web application format provides great flexibility
in interface development and data presentation as it can be
viewed on either on-board PC, tablet or cell-phone devices.

Figure 5 demonstrates the dashboard user interface con-
sisting of two parts: a control panel and the Google Maps
visualization of the project test site for real-time vehicle’s
position tracking along with its global and local trajectory
display. During the experimental testing, the global and local
path visualizations proved to be the most essential factors
for ensuring truck passengers’ awareness about the vehicle’s
intended actions, and, thus, overall driving comfort and
safety. The control panel allows to establish connection with
ROS-based truck control modules for setting and publishing
vehicle trajectory waypoints and final vehicle pose on the
test-site map, and, finally, to start and stop the vehicle in the
autonomous mode. Additionally, there is also a second tab
for vehicle telemetry information.

The dashboard can operate in two modes - testing in the
Webots simulator or production when connected to the real
vehicle. In either mode the ROS interface is established using
the roslibjs library [22] via WebSockets [23] connecting
to rosbridge for topic publishing and subscription, service
calls and other ROS functionalities. The dashboard can be
accessed remotely over the Internet or locally within the
roscore based network.

The dashboard development was done using the Webots
truck motion simulations. To monitor the position and state
of the vehicle model in Webots, special conversion method
was developed to convert data between the Webots local
coordinate frame (shown in Fig. 5) and the GPS coordinate
system used by Google Maps module in the web interface.
The GPS uses the World Geodetic System (WGS84) as
its reference coordinate system. Although Webots internally
supports it as well, subsequent dashboard interfacing with
the experimental robotized KAMAZ truck also required
transformation of the truck coordinates defined in the local
RTK (real-time kinematic) frame of the VIST (ZYFRA
Group) autopilot system (the frame is defined as in Fig. 5).
This allowed to use the same coordinate transformation from
both the Webots simulated and real RTK local frames to the
GPS and vice versa.

Given the vehicle’s position with coordinates (x,y), spec-
ified in metres in a local frame, the corresponding GPS
coordinates, i.e. latitude ¢ and longitude A, are computed
as follows [24]:

180
9:ala112(.1,y)-7, (D
d=+/x2+y% )
d
S = Iz (3)
©=@y+06cosb; 4)
_ tan(0.2574+0.5¢) \ .

A"”ln<mn(o,25n+o<5%))’ ®

_Ae,
q= E, (6)
JUR L Q)

q
A =X+AA, ®)

where 6 and d denote bearing and distance , @y and Ag are
the GPS coordinates of the local frame and R = 6,356, 356.7
m is the Earth’s radius.

On the other hand, given the vehicle’s goal position set in
the dashboard in the GPS latitude and longitude coordinates,
the conversion to a local frame is done as follows. Firstly, a
distance and a rhumb line bearing are computed as below:

6 = atan2(AL,Ay); (©)

d = arccos(sin @y - sin @ 4 cos @ - cos ¢ -cosAL) -R, (10)

where Ay and AA and are found using (5) and (7), re-
spectively. Finally, the corresponding vertical and horizontal
components of d are used as new equivalent x and y local
coordinates.

Although, this coordinate transformation technique is not
physically exact, the dashboard testing with the Webots
simulations confirmed its sufficient accuracy comparable
with the centimeter’s scale precision of the RTK system used
with the experimental KAMAZ vehicle. In addition, the low
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the Webots frames in the global GPS frame.

computational power demands allowed remapping hundreds
of points representing current and target positions of the truck
model and its local and global trajectories from the Webots’s
local frame to the GPS in real-time.

V. EXPERIMENTAL RESULTS
A. Generation of the Project Test Site Map

Integration of the adopted ROS-based motion planning
module to the experimental robotized KAMAZ NEO truck
started from preparing a realistic 2D map of the physical test
site, i.e. the car parking site with connected road segments.
The vehicle tracking was conducted in the local RTK frame,
positioned such that it would cover the whole test site within
the positive directions of x and y frame axes as shown in
Fig. 5 for error-less coordinate transformations.

In the process of initial testing of the robotized KAMAZ
truck sensor measurements were recorded from the vehicle
Velodyne VLP-16 LIDAR, IMU, and RTK coordinates into
ROSBAG files while the truck was manually driven across
the test site, i.e. the parking site, until each obstacle was
scanned at least ones. Using the collected sensor data a
3D point cloud of the test site was restored using the
ROS-integrated Point Cloud Library (PCL) tools and then
transformed into a 2D occupancy map as follows.

First, the point cloud data was processed with a Voxel
Grid Filtering algorithm to reduce the point cloud size by
grouping points into 3D voxels of a prespecified size equal
to 0.2 m and approximating them by computing centroids in
each voxel. Next, all points belonging to the asphalt covered
surface of the test site were excluded. Due to the uneven
nature of the test site surface plane it was experimentally
determined to filter out all points that lie below a 0.09 m
threshold level from it. The remaining points corresponded
to boundaries (obstacles) of the test site. The final 3D point
cloud representation of the test site obstacle map is presented

Cameras  Telemetry
WebSocket Path Builder Vehicle Control
ROS Marker
connection Dropping
Orientation

Extra Informaiton

1. Connect to ALTEL router with Ethernet

2. Connect to KAMAZ-Mikrotik WiFi AP

3. Set static IP to WiFi interface (e.g. 172.16.0.222) with no default
gateway. This interface should be used for it's network only

4. Ping 172.16.0.20/172.16.0.30 to check connectivity with local

‘Web-based dashboard interface for remote control and monitoring of the vehicle movement in real-time. Left side shows the KAMAZ RTK and

Fig. 6. Constructed 3D obstacle map of the project test site.

in Fig. 6. Subsequently, a 2D occupancy map was generated
in the ROS .pgm format similarly to the artificial one in
Fig. 3(b). The map covers the square area 500 x 500 m with
the precision set to 0.4 m per pixel.

B. Interfacing of the Motion Planning Module

The adopted ROS-built-in vehicle motion planning mod-
ules, described in Section III, were interfaced with the real
KAMAZ vehicle’s autopilot system. Although simulation
tests in Webots were accurate enough, during the initial
experimental tests on the real vehicle it was observed that
input velocity and steering angle commands to the vehicle
autopilot system were rapidly changing that caused abrupt
and fluctuated vehicle motion. This was attributed to high
latency of the vehicle autopilot hardware that forced the
planner algorithm to overcompensate and enforce control
commands in subsequent actions.

To avoid abrupt changes in the velocity and steering angle,
which could damage mechanical systems of the vehicle,
a simple data smoothing was integrated adopting a Finite
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Fig. 8. Graphical representation of nodes and topics of the ROS-based motion planning module of the robotized KAMAZ truck.

Impulse Response Filter algorithm defined as

k
¥l =Y bix[n—il. (11)
i=0

After several experiments, the best performance was ob-
served during 10-order discrete convolution of the steering
angle. The filter weights were computed using an exponent
function and were set as b = {4.1727, 3.6173, 3.1357,
2.7183, 2.3564, 2.0427, 1.7708, 1.5351, 1.3307, 1.1536}.
In this configuration, the last and previous ROS-generated
steering angle signals contribute 17.5% and 15% respectively
in the filtered angle control command send to the vehicle.
The velocity commands were processed with 5-order filter
with b = {1.5169,1.3956,1.2840,1.1814,1.0869}. In this
case, the last and previous ROS-generated velocity signals
contribute 23% and 22% to the processed velocity command.
Figure 7 shows the results of the integrated smoothing filter
with command values from the TEB planner shown in blue
and red before and after filtering.

Figure 8 presents a graphical representation of nodes and
topics of the ROS-based motion planning module interfaced

with the experimental robotized KAMAZ truck. The vehicle
position and orientation are published by rtk_pos and imu
nodes into /state and /imu topics, respectively, that are, in
turn, connected to odometry node for odometry computa-
tion. The A* trajectory planner in global_planner node is
subscribed to the /odom, /goal and /map topics and based
on the received data generates the truck global trajectory, that
is then sent to TEB_local_planner along with the Velodyne
LIDAR sensor measurements and the vehicle odometry for
generating an obstacle-aware local path of the truck. The
output linear velocity and steering angle control messages
from TEB_local _planner node are passed via /cmd_vel topic
to speed _smoothing node for filtering, and are then ultimately
sent to the robotized KAMAZ autopilot system for execution
via /control topic.

The developed motion planning module also implements
a watchdog timer for stopping the vehicle in the case of
significant delay or absence of ROS control messages. In
addition, it is also able to integrate with a vehicle computer
vision module, that reduces the truck velocity control signal
in 80% from the original ROS-generated command upon
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Fig. 9.

detection of a human in the vicinity of the vehicle.

C. Visualization Dashboard Integration and Testing

Integration of the developed visualization dashboard into
the experimental KAMAZ truck was done using the dash-
board WebSockets interface. The truck real-time location
with ROS-generated trajectories given in the RTK local
frame were converted to the GPS coordinates of the dash-
board following the coordinate transformation approach pre-
sented in Section IV.

On the other hand, after the vehicle target pose (position
and orientation) is set in the dashboard in the GPS frame, it
is converted to the local RTK frame and constantly published
to the ROS-based motion planning module via /goal topic
as shown in Fig. 8.

Figure 9 shows one of test launches of the robotized
KAMAZ truck on the test site visualized in the dashboard
and the ROS RViz visualization on background. The red
automobile marker in the dashboard’s Google Maps window
denotes the experimental KAMAZ truck while green and red
curves visualize the global and local trajectories, respectively.
After setting the truck target pose in the dashboard, the
truck starts moving along the generated global and local
trajectories as visualized in real-time in the dashboard in
Figs. 9(a) and 9(b). However, as shown in Figs. 9(c) and 9(d)
when the vehicle reaches the point on the global path that is
too close to the road borders, the local path is reconstructed
for maneuvering around the borders keeping save distance.

Dashboard and ROS RVIS visualizations of autonomous motion of the robotized KAMAZ NEO truck.

The tests were conducted with a driver and several team
members present in the truck, where they monitoring the
vehicle status via the web-based dashboard open on a vehicle
onboard computer. The driver did not control the vehicle and
was needed in case of a potential emergency situation for
stopping the truck by switching off the autopilot system and
getting manual control of the truck. Other team members
were observing outside with the dashboard application run
on handheld tablets. In overall, in all devices the dashboard
application clearly demonstrated the vehicle status in real-
time. Moreover, it was found out the along with the global
vehicle trajectory, visualization of the local path is very
valuable during experimental testing of the developed vehicle
modules. This was especially useful for the test driver who
could evaluate the truck behavior and intervene accordingly
in case of n emergency and/or significant deviation of the
vehicle from its generated trajectory.

VI. CONCLUSIONS

In this paper, we presented the case study of application
of ROS and the Webots robot simulator for developing
a web-based dashboard to support the development of an
autonomous KAMAZ NEO truck. Using the desctribed in the
paper simulation tools, we were able to implement additional
autonomous functionally to the remotely controlled robotized
truck prototype within a short period of time.

The presented work shows that open-source robot simula-
tors can be used well in advance before a test autonomous
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vehicle platform is ready for experimentation for solving
various project tasks such as 3D modeling of the vehicle
and the environment, 2D occupancy map generation, testing
developed software modules and various driving scenarios.

It was experimentally confirmed that the vehicle dashboard
helps vehicle passengers to feel more comfortable and safe
during driving in an autonomous car in case of proper
information visualization.

As future work we plan to apply the gained in this project
experience and robot simulators for developing new robot
motion planning algorithms based on reinforcement learning
and social awareness.
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Abstract. We present herein our work on text normalization applied to user-
generated content (UGC) in the Kazakh language collected from Kazakhstani
segment of Internet. UGC as a text is notoriously difficult to process due to
prompt introduction of neologisms, peculiar spelling, code-switching or trans-
literation. All of this increases lexical variety, thereby aggravating the most
prominent problems of NLP, such as out-of-vocabulary lexica and data sparse-
ness. It has been shown that certain preprocessing, known as lexical normaliza-
tion or simply normalization, is required for them to work properly.

We applied machine translation techniques to normalize Kazakh texts. For
this, a parallel corpus was created with a set of aligned sentences in canonical
and non-canonical forms. Using these comments, we created the phrase-based
statistical machine translation system as a baseline system. Furthermore, we ap-
plied word-based sequence-sequence model to the normalization task. The for-
mer method shows 21.67 BLEUs on the test set, whereas later one obtained ap-
proximately 30 BLEU score.

Keywords: Text normalization, User-generated content, Sequence-sequence
model.

1 Introduction

With the rise of social media, custom text data has reached unprecedented sizes. As
part of the project on developing tools and algorithms for processing Kazakh lan-
guage in the framework of KazNLP project [1, 2], we strive to provide tools for pro-
cessing real-world data, including user-generated content (UGC). UGC generally
refers to any type of content created by Internet users including tweets, comments,
dialogues on Internet forums, etc. This type of text is considered difficult to process
due to the high level of noise, i.e. it is far from the standards of the literary language.
Kazakhstani segment of Internet is not except from noisy UGC and the following
cases are the usual suspects in wreaking the “spelling mayhem” [2]:
— spontaneous transliteration, e.g. Kazakh word “6i3” can be spelled in three addi-
tional ways: “0b13”, “6u3”, and “biz”;
— use of homoglyphs, e.g. Cyrillic letter “i”” (U+0456) can be replaced with Latin
homoglyph “i” (U+0069);
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— code switching — use of Russian words and expressions in Kazakh text and vice
versa;

— word transformations, e.g. “kepemeeer”,” kpmt” instead of “kepemer” (great), or
seg-mentation of words, e.g. “k-e-p-e-M-e-T”;

— the use of emoji, e.g. (©, ®), and their symbolic counterparts, e.g. [:), : (].

The normalization tool is designed to edit such texts to match the standard lan-
guage. All these properties of UGC significantly reduce the accuracy of NLP tools, so
in practice UGC is often normalized, that is, brought to literary language standards.
Consequently, non-canonical text normalization is considered the main preprocessing
stage of almost all NLP tasks [3-8].

This paper is organized as follows: Section 2 presents an overview of various tech-
niques for the text normalization task. Data collection and annotation are presented in
Section 3. Method description and obtained results of the conducted experiments are
described in Section 4. Summary and conclusions of the performed experiments and
areas of further research are given in Section 5.

2 Related work

With the rapid growth of content on social media, text normalization has gained in-
creasing attention in the past decade, with a focus on converting noisy non-standard
tokens in informal text into standard vocabulary words. Spell checking plays an im-
portant role in this process as it can be seen as an initial attempt at text normalization.
In [9 - 11], it was proposed to use a framework with noisy channels to generate a list
of corrections for any misspelled word, ranked according to the corresponding poste-
rior probabilities.

The work of [12] refined this structure by computing the likelihood function as a
noisy token and its associated tag would be generated by a specific word. However,
spell-checking algorithms are in most cases ineffective for this type of data because
they do not account for phenomena in informal text. For example, some previous
work [13] has instead focused on sporadic typographical errors using edit distance
[14] in conjunction with modeling pronunciation.

The work [15] used a noisy channel model based on spell editing distance using the
web to generate a large set of automatically generated (noisy) pairs that will be used
for training and for spelling suggestions. Even though they use the Web for gathering,
they do not focus on informal text, but rather unintentional misspellings. [16] com-
bined the noisy channel model with a rule-based final transformer and obtained ac-
ceptable results for French SMS. [17] used weighted finite state machines (FSM) and
rewrite rules to normalize French SMS; [18] focused on tweets generated with mobile
phones and developed a CRF tagger for deletion-based reduction.

Recent work has also focused on normalizing Twitter messages, which is generally
considered a more challenging task. [19] developed classifiers to detect malformed
words and generated corrections based on morphophonic similarities. [20, 21] pro-
posed to normalize non-standard tokens without explicitly categorizing them.
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The above approaches rely almost heavily on external linguistic resources and
manually defined rules. A wide range of NLP tasks shows promising results using
neural networks. The encoder-decoder architectures [22, 23] exceeded expectations in
machine translation [24], dialogue generation [25], summarization [26], question
answering [27]. Hence, it makes sense to wonder if the Seq2Seq models are suitable
for the normalization task.

Work of [28] applied the encoder-decoder architecture that uses Recurrent Neural
Network (RNN) based on Gated Recurrent Unit (GRU) for Japanese text normaliza-
tion. They improved the performance of Japanese text normalization by performing a
stable training of the encoder-decoder model with a new method for data augmenta-
tion. [29] applied a normalization method based on word-character attention-based
encoder-decoder model on noisy text in social media. They state that the presented
character-based component, which is trained on synthetic adversarial examples,
shows a significant result. [30] normalized Swiss German WhatsApp messages using
the encoder-decoder model. They argue that the flexibility of the encoder-decoder
model provides for using same training data in different ways. Particularly, the modi-
fication was made in the part of decoding by introducing different levels of granulari-
ty in the language of the target side: characters and words. [31] explored the possibili-
ties of using machine translation techniques to normalize noisy Turkish texts. They
trained character-based translation model with synthetic parallel data. The experi-
ments were conducted both on statistical and neural machine translation methods to
compare the obtained results.

3 Data collection and annotation

Like most machine learning models, machine translation methods require training
data to produce meaningful results. Parallel text corpuses are a structured set of trans-
lated texts between two languages. Such parallel corpora are essential for training
machine translation algorithms. In our case, the source side is the unprocessed com-
ments, and the target side is the revised comments by annotators. To create a corpus
for this task, at the beginning we collected comments from news web pages:
nur.kz, tengrinews.kz and zakon.kz. The comments were divided into lan-
guage groups: Kazakh, Russian and mixed. Perfect comments that do not contain
errors have been removed as there is no point in giving correct comments on our ma-
chine translation approach. To sort the ideal comments, we used texts from the offi-
cial news web pages, in which we believe there are no errors. We compare them, if all
the words of our comments are in this text, then this comment is considered ideal.
Some comments may contain multiple sentences, so we split longer comments into
multiple sentences. The statistics are shown in Table 1.

Table 1. Data set statistics from news portals.

Total Stripped of perfect After splitting long Ideal comments
comments comments
doc tok doc tok doc tok doc tok
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Beside comments from news portals, additional comments were collected from social
networks. The Kazakh-speaking audience of commentators is most active on social
networks like Facebook and Instagram. The analysis shows the main share of com-
ments in the Kazakh language falls on such Facebook groups as OnlineQazaqstan
(367,920 members at the time of analysis), newspaper «Kama men [dama» (97,685
members at the time of analysis). Based on the above, the Kazakh-speaking segment
of the social network Facebook was selected for the source of collecting text data. The
statistics of the dataset from social media is presented in Table 2.

Table 2. Social media dataset statistics.

Source Number of posts Number of comments
OnlineQazaqstan 17 3287

Newspaper «Kana men ana» 18 1490

Kaspi.kz 8 1897

Stan.kz 29 3340

Total 72 10014

After collecting comments, we built a parallel corpus. The source side of the corpus
contains comments, and the target side contains revised version of the corresponding
comment. A web interface has been built to fix comments and make annotation easier.
We had two annotators and one last controller-moderator. Fig. 1 shows a screenshot
from the web interface. Here, annotators can select the source of the correction, and
can also observe the work done in general. The controller-moderator can correct the
work of the annotators and approve.
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Fig. 1. A parallel corpus annotation tool.

After the annotation process, the datasets were further processed. Some very long
comments are split into several parts, mostly by sentence. Comments in Russian were
removed. After these preprocessing, 27005 comments remained. We used 90% of
these comments for training and the rest for testing. Statistics are shown in Table 3.

Table 3. Final data statistics.

Parallel comments Train set Test set
27005 24 305 2700

4  Method description and results

In this project, we explored the potential of using machine translation methods to
normalize non-canonical texts in Kazakh. Therefore, we conducted both statistical
machine translation (SMT) and neural machine translation (NMT) approaches in or-
der to compare the results.

The SMT method was chosen as a baseline experiment. A pretty standard set of
tools was used in this pipeline. The plan was to build scalable NLP tools in Python, so
we built a phrase-based statistical machine translation system, since among the vari-
ous methods, phrase-based methods have shown high performance. We used n-gram
language models, in particular 3-gram models. The decoding process was implement-
ed using the beam search stack decoding algorithm.

Inspired by advances in NMT, we applied end-to-end neural network models, in
particular sequence-sequence (Seq2Seq) models to the secondary normalization task.
Seq2Seq models have ability to convert sequences from one domain (e.g. sentences in
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non-canonical form) to sequences in another domain (e.g. the same sentences in ca-
nonical form). Its feature to capture any useful contextual information in a sentence
can be used in text normalization task. This eliminates the need for language-specific
tools except the sufficient training data.

We built our Seq2Seq model using the Keras library [32]. Firstly, the combination
of the train and test datasets was used to define the maximum length and vocabulary
of the problem. We map words to integers, as needed for modeling. Separate tokeniz-
er was used for the source sequences and the target sequences. Each input and output
sequence must be encoded to integers and padded to the maximum phrase length,
since a word embedding was used for input sequences and one-hot encoding for out-
put sequences.

We use an encoder-decoder Long Short Term Memory (LSTM) networks model
on this problem. In this architecture with 2-layer LSTM encoders and decoders, the
input sequence is encoded by a front-end model called the encoder then decoded word
by word by a backend model called the decoder. The model is trained using the effi-
cient Adam approach to stochastic gradient descent and minimizes the categorical loss
function because we have framed the prediction problem as multi-class classification.

To assess the quality of translation, we used a widely used measurement - BLEU
(Bilingual Evaluation Understudy) [33]. The main idea behind this metric is to deter-
mine the n-gram match between the translated candidate and the link. After transla-
tion, we compared our translated test set with an original test set. This result can be
viewed in Table 4.

Table 4. Final results.

Model BLEU score
SMT 21.67
NMT 29.74

5 Conclusion

In this work, we used machine translation approaches to normalize comments. To
create machine translation systems, we first collected comments from news portals
and social networks. We then corrected these comments with annotators. A total of
27005 comments were collected and corrected. The original raw comments are treated
as the source side, and the revised comments are treated as the target side in our paral-
lel corpus. Using these comments, we have created the phrase-based statistical ma-
chine translation system as a baseline system. Furthermore, we applied word-based
sequence-sequence models to the secondary normalization task in order to compare
statistical and neural network approaches. The statistical method shows 21.67 BLEUs
on the test set, whereas sequence-sequence model obtained approximately 30 BLEU
score. The later technique improves the performance of the normalization task signifi-
cantly. In average, the both results can be viewed as an average performance. The
reason for this phenomenon may be related to sparse datasets. To solve this problem,
in the future we are going to add more comments to our parallel dataset. Moreover,
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we will conduct experiments with sequence to sequence models with attention mech-
anism as well as character-based models.
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